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Einleitung

Generalisierte Lineare Modelle (GLM) sind ein vielverwendetes Instrumenta-

rium f�ur die Durchf�uhrung von Zusammenhangsanalysen, die beispielsweise

bei den Auswertungen von medizinischen oder sozial�okonomischen Studien

verwendet werden.

Ihre gro�e Verbreitung liegt zum einen daran, da� in dieser Modellklasse

sowohl das Lineare Modell als auch Spezialf�alle f�ur z. B. diskrete, kategoriale

oder poissonverteilte Daten enthalten sind und somit sehr unterschiedliche

Datenmodelle analysiert werden k�onnen.

Andererseits sind Generalisierte Lineare Modelle in den verschiedensten Sta-

tistik-Software Programmen implementiert und sind dadurch sehr einfach

vom Anwender abrufbar.

Das grundlegende Generalisierte Lineare Modell geht von unabh�angigen Be-

obachtungseinheiten aus. Jedoch liegen in vielen gro�angelegten Studien

Gruppenstrukturen vor, so da� spezielle Modellerweiterungen angewendet

werden m�ussen. Diese zu ber�ucksichtigenden Gruppenstrukturen k�onnen

durch Me�wiederholungen an den gleichen Beobachtungseinheiten oder auch

durch eine famili�are, regionale oder administrative Zugeh�origkeit der Beob-

achtungseinheiten gegeben sein.

Zus�atzlich zu der Gruppenstruktur mu� h�au�g auch noch ein m�oglicher zeit-

licher Einu� ber�ucksichtigt werden, da die Individuen oder Beobachtungs-
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einheiten in diesen Studien meist �uber einen l�angeren Zeitraum beobachtet

werden.

Das Ziel dieser Arbeit ist es, die gruppen- und/oder individuenspezi�sche Da-

tenstruktur durch die Aufnahme von zuf�alligen E�ekten und gleichzeitig den

zeitlichen Einusses durch Betrachtung von zeitvariierenden KoeÆzienten zu

ber�ucksichtigen.

Nach der Einleitung in die Thematik dieser Arbeit wird im ersten Kapitel das

grundlegende Generalisierte Lineare Modell vorgestellt. Auf die Modellerwei-

terungen mit zeitvariierenden KoeÆzienten und mit zuf�alligen E�ekten wird

im zweiten Kapitel eingegangen. Diese beiden Modellans�atze werden im drit-

ten Kapitel in gemeinsame Modelle aufgenommen. Im vierten Kapitel wird

in den Simulationsbeispielen neben der G�ute f�ur die Parametersch�atzungen

selbst auch die G�ute f�ur die Sch�atzung der Varianzen der Parameter be-

trachtet. Aus der Vielzahl der Anwendungsm�oglichkeiten werden im f�unften

Kapitel vier Anwendungsbeispiele herausgestellt. Das sechste Kapitel enth�alt

einige technische Details f�ur die im zweiten Kapitel beschriebenen Verfahren.

In der nachfolgenden Zusammenfassung erfolgt eine, diese Arbeit abschlie-

�ende, Beurteilung der vorgestellten Verfahren.
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Kapitel 1

Das Generalisierte Lineare

Modell

Das Generalisierte Lineare Modell (GLM), welches von Nelder &Wedderburn

(1972) vorgeschlagen wurde, ist eine Erweiterung des klassischen Regres-

sionsansatzes im Linearen Modell.

Die im folgenden vorgestellten Modellannahmen im Linearen Modell sind f�ur

viele metrische Zielgr�o�en gut motiviert, falls ein linearer Zusammenhang

zwischen der Responsevariablen und den erkl�arenden Variablen, die auch als

Regressoren bzw. Kovariablen bezeichnet werden, besteht.

Liegt die Zielvariable diskret, beispielsweise in Form von binomialen oder

multinomialen Zielgr�o�en oder als Z�ahldaten vor, so ist das klassische lineare

Modell meist nicht mehr passend und es sollte besser die Erweiterung durch

das Generalisierte Lineare Modelle angewendet werden.
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1.1 Grundlagen des Generalisierten Linearen

Modells

Da das Generalisierte Lineare Modell eine Erweiterung des Linearen Modells

ist, werden wir zun�achst kurz auf diesen Regressionsansatz eingehen und im

Anschlu� die Modellde�nition des Generalisierten Linearen Modells vorstel-

len.

1.1.1 Modellde�nitionen

Das Lineare Modell

F�ur den univariaten Fall der linearen Regression wird vorausgesetzt, da�

Beobachtungen (yi; xi) mit i = 1; : : : ; N vorliegen. Bei dem Modellansatz

wird zwischen der eindimensionalen Responsevariablen yi und dem Vektor

x0i = (xi1; : : : ; xim) der erkl�arenden Variablen ein linearer Zusammenhang

der Form yi = z0i� + �i f�ur i = 1; : : : ; N angenommen.

Dabei ist � 0 = (�1; : : : ; �p) der Vektor des p-dimensionalen unbekannten

Parameter und zi ein p-dimensionaler Designvektor, der durch eine geeig-

nete Funktion aus dem Kovariablenvektor xi gebildet wird; beispielsweise

durch z0i = (1; x0i). Weiter ist �i eine Fehler- bzw. St�orvariable mit dem Er-

wartungswert E(�i) = 0. Es wird vorausgesetzt, da� �i normalverteilt mit

�i � N (0; �2) ist und yi bei gegeben xi bedingt unabh�angig ist. Damit folgt

bei gegebenem xi, da� yi � N (�i; �
2) mit �i = E(yijxi) gilt.

Im linearen Modell ist �i = z0i� f�ur i = 1; : : : ; N , das bedeutet, der bedingte

Erwartungswert ist gleich dem linearen Pr�adiktor z0i�.
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Das Generalisierte Lineare Modell

Im Generalisierten Linearen Modell wird im Gegensatz zum Linearen Mo-

dell die Verteilungsannahme f�ur die Zielgr�o�e verallgemeinert indem voraus-

gesetzt wird, da� die Dichte von yi aus einer Exponentialfamilie ist. Bei-

spiele f�ur die Exponentialfamilie sind die Normal-, Binomial-, Multinomial-,

Poisson- und Gammaverteilung. Die Zielgr�o�e yi kann mehrdimensional sein,

d. h. y0i = (yi1; : : : ; yiq). Der Zusammenhang zwischen dem Erwartungs-

wert E(yijxi) = �i = (�i1; : : : ; �iq)
0 und dem linearen Pr�adiktor Zi� mit der

Designmatrix Zi und dem unbekannten Parametervektor � 0 = (�1; : : : ; �p)

wird durch eine mehrdimensionale Responsefunktion h mit �i = h(Zi�) her-

gestellt.

Das Generalisierte Lineare Modell, das beispielsweise in McCullagh & Nelder

(1989) und Fahrmeir & Tutz (1994) vorgestellt ist, wird durch die Vertei-

lungsannahme, die Strukturannahme und dem Aufbau der Designmatrix der

Kovariablen de�niert.

Bei der Verteilungsannahme wird vorausgesetzt, da� die yi, gegeben xi, be-

dingt unabh�angig sind und ihre Verteilung aus einer Exponentialfamilie

f(yij�i; �; wi) = exp

�
(y0i�i � b(�i))

�
wi

�
c(yi; �; wi):

stammt.

Durch die Strukturannahme wird der Erwartungswert �i = (�i1; : : : ; �iq)
0 =

E(yijxi) mit dem linearen Pr�adiktor �i = (�i1; : : : ; �iq)
0 = Zi� durch eine

invertierbare, zweimal stetig di�erenzierbare Funktion h : Rq ! R
q mit

�i = h(�i) = h(Zi�)

verbunden.
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Die Designmatrix Zi 2 Rq�p wird durch eine geeignete Abbildung aus den

Kovariablen xi = (xi1; : : : ; xim)
0 gebildet. Ist die Auspr�agung der Kovariablen

kategorial, so wird eine Kodierung der Variablen vorgenommen.

Bemerkungen zur Verteilungsannahme

� Die Funktionen bi(�) und ci(�) bestimmen den genauen Typ der Expo-

nentialfamilie, d. h. ob beispielsweise die Normal-, Binomial-, Multi-

nomial-, Poisson- oder Gammaverteilung vorliegt.

� Der nat�urliche Parameter �i ist eine Funktion des Erwartungswertes �i,

d. h. �i = �(�i).

� Der Erwartungswert ist durch die Wahl der Exponentialfamilie mit

� = @b(�)
@�

und die Kovarianz mit cov(yijxi) = @2b(�)
@� @�0

�
wi

bestimmt.

� Der Dispersionsparameter � ist von i unabh�angig und in der Regel

unbekannt. Im Linearen Modell gilt � = �2. Soweit nichts anderes

angegeben ist, betrachten wir im folgenden � als fest und bekannt mit

� � 1.

� Liegen die Daten in gruppierter Form vor und ist Ni die Anzahl der Be-

obachtungen in Gruppe i, so sind die Gewichte wi = Ni f�ur i = 1; : : : ; N

falls die Zielvariable yi den Gruppendurchschnitt beschreibt, und es ist

wi =
1
Ni
, falls yi die Summe der Auspr�agungen in den Beobachtungs-

gruppen ist. Sind die Daten nicht gruppiert, so gilt wi � 1.

Bemerkungen zur Strukturannahme

� Der Vektor � = (�1; : : : ; �p)
0 ist der unbekannte zu sch�atzende Para-

metervektor.
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� Die Funktion h(�i) = (h1(�i1); : : : ; hq(�iq))
0 hei�t Responsefunktion.

Die zu h inverse Funktion g = h�1 hei�t Linkfunktion mit g(�i) =

�i = Zi�.

� Der Wertebereich der Responsefunktion h wurde in der De�nition all-

gemein mit Rq de�niert. Durch die Wahl der Linkfunktion wird der

Wertebereich aber meist geeignet eingeschr�ankt, z. B. f�ur die Multino-

mialverteilung auf (0; 1)� � � � � (0; 1).

W�ahlt man bei der Verteilungsannahme die Normalverteilung und f�ur die

Linkfunktion die identische Abbildung, so erh�alt man das Lineare Modell als

Spezialfall eines Generalisierten Linearen Modells.

Spezielle Datenmodelle

F�ur jede Exponentialfamilie gibt es eine nat�urliche Linkfunktion, mit g(�) �
�(�), d. h. es gilt � � Z� oder in Worten ausgedr�uckt, der nat�urliche Pa-

rameter ist gleich dem linearen Pr�adiktor. In dieser Arbeit werden wir Mo-

dellans�atze mit der nat�urliche Linkfunktion verwenden, die wir im folgenden

kurz vorstellen werden.

Poissonmodell Im Log-linearen Poissonmodell wird y � P(�) angenom-

men und f�ur den unbekannten Parameter � wird die Modellannahme � =

E(yjx) = exp(z0�) getro�en, d. h. die Responsefunktion in diesem Modell

ist die Exponentialfunktion. Der Designvektor z enth�alt den Regressoren-

vektor x und gegebenenfalls auch die 1 f�ur den Interzept. Im Poissonmodell

gilt f�ur die Varianz var(yjx) = �.
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Binomiales Logit-Modell Ist die Responsevariable bin�ar kodiert und

Bernoulli verteilt, d. h. y � B(1; �), so wird im Logit-Modell f�ur den Er-

wartungswert E(yjx) = P (y = 1jx) = � als Responsefunktion die logistische

Verteilungsfunktion gew�ahlt. Somit folgt mit dem linearen Pr�adiktor � = z0�

der Modellansatz � = h(�) = exp(�)
1+exp(�)

.

Im ungruppierten Fall liegen N Beobachtungen (yi; xi) f�ur i = 1; : : : ; N vor.

Sind die Daten gruppiert, d. h. zu einem Kovariablenvektor liegen mehrere

unabh�angige Beobachtungen vor, so liegen die Daten in der Form (yi; xi; Ni)

vor. Dabei ist yi der Response-, xi der Kovariablenvektor und Ni die Anzahl

der Beobachtungen in Gruppe i. Insgesamt liegen in N Gruppen N� :=PN
i=1Ni Beobachtungen vor.

Damit der Modellansatz f�ur gruppierte und f�ur ungruppierte Daten mit der

gleichen Notation verwendet werden kann, setzen wir voraus, da� die Re-

sponsevariable yi die relative H�au�gkeit in Gruppe i bezeichnet und de�nie-

ren wi = 1 f�ur ungruppierte Daten und wi = Ni f�ur gruppierte Daten. F�ur

die Varianz gilt var(yijxi) = �i(1��i)
wi

, mit �i = E(yijxi).

Multikategoriales und kumulatives Logit-Modell Diese Modelle sind

multivariate Erweiterungen des oben beschriebenen Binomialen Logit-Modells.

Wir gehen zun�achst von ungruppierten Daten aus, d. h. es ist y � M(1; �)

mit � = (�1; : : : ; �q). Die Auspr�agungen der zugeh�origen Responsevariablen

yi = (yi1; : : : ; yiq) liegen in K := q + 1 Kategorien vor und es gilt:

yir =

(
1 falls Yi = r

0 sonst.

F�ur gruppierte Daten setzen wir voraus, da� yi f�ur die einzelnen Kategorien

die Gruppendurchschnitte enth�alt und de�nieren die Gewichte wi f�ur jede
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Beobachtungsgruppe i analog zum Binomialen Modell.

Im multikategorialen Logit-Modell wird der linearen Pr�adiktor mit

�i =

0BB@
�i1
...

�iq

1CCA = Zi� =

2666666664

1 x0i 0 0 � � � � � � 0

0 0 1 x0i
. . .

...
...

. . . . . . . . . . . .
...

...
. . . . . . . . . 0

0 � � � � � � � � � 0 1 x0i

3777777775

0BBBBBBBBBBBB@

�10

�1

�20

�2
...

�q0

�q

1CCCCCCCCCCCCA
und die Responsefunktion h = (h1; : : : ; hq) mit

hr(�i1; : : : ; �iq) =
exp(�ir)

1 +
Pq

s=1 exp(�is)

f�ur r = 1; : : : ; q gew�ahlt.

Sind die Kategorien von Y 2 f1; : : : ; q + 1 =: Kg ordinal, so kann die Ord-

nung der Responsekategorien ausgenutzt werden.

Wir beschr�anken uns auf die De�nition f�ur das kumulative Logit-Modell.

Weitere Modelle, welche die Ordnung der Responsekategorien ber�ucksichti-

gen, sind bei Agresti (1990), McCullagh (1980) und Fahrmeir & Tutz (1994)

beschrieben.

Motiviert wird das kumulative Logit-Modell, das auch als Schwellenwert-

modell bezeichnet wird, durch die Existenz einer latenten stetigen Variablen

V = �x0+�, so da� mit den Schwellen �1 = �0 < �1 < � � � < �q < �K =1

Y = r , �r�1 < V � �r f�ur r=1, : : : ,K
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gilt.

Mit dem Modellansatz P (y � rjx) = F (�r + x0), wobei F die logistische

Verteilungsfunktion, d. h. F (u) = exp(u)
1+exp(u)

ist, sowie dem linearen Pr�adiktor

� =

0BB@
�1
...

�q

1CCA = Z� =

266666664

1 0 : : : : : : 0 x0

0 1 0 : : : 0 x0

...
. . . . . . . . .

...
...

0 : : : 0 1 0 x0

0 : : : : : : 0 1 x0

377777775

0BBBBB@
�1
...

�q



1CCCCCA
folgt

P (Y = 1jx) = F (�1 + x0)

P (Y = rjx) = F (�r + x0)� F (�r�1 + x0) f�ur r = 2; : : : ; q :

Da f�ur die Schwellen �1 � � � � � �q erf�ullt sein mu�, wird f�ur die Sch�atzung

der Parameter meist eine Parametrisierung der Schwellen mit �1 := �1 und

�r := ln(�r � �r�1) f�ur r = 2; : : : ; q durchgef�uhrt. Das hei�t es wird der

Modellansatz � = Z� mit

Z =

0BBBBB@
1 0 : : : 0 x0

0 1 0
. . .

...

0 1 0

1CCCCCA und � 0 = (�1; : : : ; �q; ) :

verwendet.

Die Reparametrisierung der Schwellen erfolgt mit �1 = �1 und �r = �1 +Pr
s=2 exp(�s) f�ur r = 2; : : : ; q.
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In beiden Modellen gilt f�ur die Kovarianz cov(yi) =
1
wi
(diag(�i)� �i�

0
i), wo-

bei wi und �i analog zum binomialen Logit-Modell de�niert sind.

1.1.2 Sch�atzung der Parameter

Der unbekannte Parameter � = (�1; : : : ; �p) wird aus dem Modellansatz

E(yijxi) = �i = h(�i) mit �i = Zi� bestimmt. Die Sch�atzung des Parame-

ters kann durch Maximierung der Log-Likelihood l(�) durchgef�uhrt werden.

Dabei wird die Nullstelle der Scorefunktion s(�) = @l
@�

berechnet, wobei zu

beachten ist, da� die beobachtete Fishermatrix Fobs(�) = � @2l(�)
@� @�0 positiv de-

�nit ist.

Da vorausgesetzt wurde, da� die yi unabh�angig, identisch verteilt sind und die

Verteilung aus der Exponentialfamilie stammt, gilt (bis auf einen konstanten

Term):

l(�) =
NX
i=1

li(�) =
NX
i=1

ln f(yij�i; �; wi) =
NX
i=1

yi�i � b(�i)

�
wi

und f�ur die Scorefunktion folgt mit � � 1:

s(�) =
@l

@�
=

NX
i=1

si(�) =
NX
i=1

Z 0
i Di(�) �

�1
i (�) [yi � �i(�)]

mit Di(�) =
@h(�i)
@�

und �i(�) = cov(yi).

Die numerische Berechnung des Maximum Likelihood Sch�atzers kann unter

Verwendung des Fisher-Scoring Algorithmus bestimmt werden. Ist F (�) =

cov (s(�)) =
P
i

Fi(�) die Fisherinformationsmatrix, so gilt mit F (�) =

E (Fobs(�)):

Fi(�) = Z 0
i Di(�) �

�1
i (�)Di(�)

0 Zi :
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Nach der Initialisierung des Startwertes �̂h0i wird die Iteration

�̂hk+1i = �̂hki + F�1
�
�̂hki
�
s
�
�̂hki
�

f�ur k = 0; 1; 2; : : : so lange durchgef�uhrt bis das Abbruchkriterium

jj�̂hk+1i � �̂hkijj
jj�̂hkijj < �

f�ur ein vorgegebenes � erf�ullt ist.
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Kapitel 2

Modellerweiterungen im

Generalisierten Linearen

Modell

Im vorherigen Kapitel wurde das grundlegende Generalisierte Lineare Mo-

dell vorgestellt. Bei den Modellannahmen wurde von bedingt unabh�angigen

Beobachtungen ausgegangen.

Sind die zugrundeliegenden Daten in einer Studie erhoben worden, bei der

einzelne Individuen mehrfach untersucht wurden, so kann keinesfalls davon

ausgegangen werden, da� die Daten (yi; xi) f�ur i = 1; : : : ; N bedingt un-

abh�angig sind. Aber auch wenn die einzelnen Untersuchungseinheiten zu

Gruppen zusammengefa�t sind, mu� diese Gruppenstruktur durch das Mo-

dell ber�ucksichtigt werden. Dies ist beispielsweise dann der Fall, wenn sich

die Untersuchungseinheiten in gemeinsame Familien oder sonstige soziale, re-

gionale oder administrative Gruppen gliedern lassen.

Wir werden diese Gruppenstruktur durch die Modellierung von zuf�alligen

E�ekten ber�ucksichtigen. Durch diesen Ansatz ber�ucksichtigen wir nicht nur
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die Gruppenstruktur, sondern es k�onnen zus�atzlich die Ein�usse von nicht

erhobenen Kovariablen untersucht werden.

Diese gruppen- und/oder individuenspezi�schen E�ekte k�onnen auftreten,

wenn die Erhebung aller Daten aus technischen bzw. wirtschaftliche Gr�unden

nicht m�oglich war oder wichtige Variablen aufgrund von fehlerhaften Versuchs-

pl�anen �ubersehen wurden.

Wurden die Daten einer Studie in einem Zeitverlauf gewonnen, so mu� zu-

s�atzlich diese Zeitabh�angigkeit ber�ucksichtigt werden. Wir betrachten hierzu

Modelle, die eine Variation der Modellparameter �uber die Zeit erm�oglichen.

In diesem Kapitel werden wir daher im folgenden Modellans�atze, die entweder

zeitvariierende KoeÆzienten oder zuf�allige E�ekte ber�ucksichtigen, vorstel-

len.

Die Modellans�atze f�ur variierende KoeÆzienten werden in der Literatur in

sehr untschiedlichen Ans�atzen betrachtet. F�ur die Betrachtung der Variati-

on der Modellparametern im Generalisierten Linearen Modell als Gl�attungs-

funktion von anderen Variablen werden in Hastie & Tibshirani (1993) ver-

schiedene Modelle vorgestellt. Aus dieser Modellklasse werden in Tutz &

Kauermann (1997) lokal gewichtete Sch�atzungen betrachtet.

In Friedman (1991) und Stone, Hansen, Kooperberg & Truong (1997) werden

Sch�atzverfahren mit Gl�attung durch Splines vorgestellt, wobei insbesondere

die Wahl der Knoten f�ur die Splines ber�ucksichtigt wird. Allgemeine Ans�atze

mit Spline-Funktionen werden in Eubank (1988) sowie in Eilers & Marx

(1996) f�ur B-splines untersucht.

In Silverman (1984) werden sowohl Gl�attungsverfahren mit Spline-Funktionen

als auch Kerngl�attungen mit exibler Bandbreite vorgestellt. Hastie & Loa-

der (1993) schlagen eine lokale Regression mit Kern-Gl�attung vor. Parame-

trische und semi-parametrische Gl�attungsans�atze in Verweildauermodellen
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werden in Efron (1988) betrachtet. Die Zeitabh�angigkeit bei Me�wieder-

holungen, die beispielsweise bei der Analyse von klinischen Studien auftritt,

untersucht Davis (1991) durch semi-parametrische und nichtparametrische

Ans�atze.

Die in dieser Arbeit verwendeten Verfahren f�ur die Sch�atzung der Parameter

mit normalverteilten zuf�alligen E�ekten werden in Fahrmeir & Tutz (1994),

Hennevogl (1991) und Tutz & Hennevogl (1996) vorgestellt.

Generalisierte Lineare Mischmodelle mit unterschiedlichen Sch�atzmethoden

werden in McCulloch (2000) vorgestellt. In Geyer & Thompson (1992) wer-

den Approximierungstechniken behandelt, bei denen die Likelihoodfunktion

direkt maximiert wird. In McCulloch (1994), McCulloch (1997) und Booth

& Hobert (1999) werden Verfahren vorgestellt, die einen EM-Algorithmus

mit Gibbs-Sampling bzw. Metropolis-Hastings Algorithmus verwenden. Ein

anderer Ansatz wird in Ruppert, Reish & Carroll (1984) und Quintana, Lui

& Pino (1999) gew�ahlt, es wird ein stochastischer Approximationsalgorith-

mus verwendet und die Likelhood-Gleichung wird als Regressions Problem

betrachtet.

Da in Studien meist sowohl gruppenspezi�sche E�ekte als auch Ein�usse

�uber die Zeit ber�ucksichtigt werden m�ussen, werden wir im n�achsten Kapitel

beide Modellans�atze in ein gemeinsames Modell aufnehmen. Dieser Ansatz

wird in der Literatur, bis auf Tutz (1999), nicht weiter betrachtet.
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2.1 Modellans�atze mit zuf�alligen E�ekten

Liegen die Beobachtungen von verschiedenen Gruppen bzw. Kategorien, die

als Cluster bezeichnet werden, vor, kann der Einfu� zwischen dem Response

und den erkl�arenden Variablen von Cluster zu Cluster variieren. Deshalb

mu� die Gruppenstruktur der Daten im Modellansatz ber�ucksichtigt wer-

den. Insbesondere bei Me�wiederholungen an mehreren Untersuchungsein-

heiten in einem Zeitverlauf, die im n�achsten Abschnitt betrachtet werden, ist

mit dieser sogenannten \Extra Variation innerhalb der Daten", die auch als

unbeobachtete Populationsheterogenit�at bezeichnet wird, zu rechnen.

Da die Beobachtungen nicht in unabh�angigen elementaren Beobachtungsein-

heiten vorliegen, ist die Modellannahme im Generalisierten Linearen Modell,

welche von gleicher Varianzstruktur f�ur alle Beobachtungen ausgeht, ver-

letzt, und es k�onnen Modelle, die eine endliche Mischungsdichte zulassen,

angewendet werden. Diese Modelle werden zum Beispiel in Everitt & Hand

(1981), Laird & Louis (1982), Little & Rubin (1987), McLachlan & Basford

(1988), Meng & van Dyk (1997b) und Titterington, Smith & Makov (1985)

vorgestellt.

Ist die Anzahl der Cluster sehr klein, so ist es m�oglich mit Hilfe von ANOVA

(analysis of variances) und ANCOVA (analysis of covariances) Modellen die

Variation zwischen den Clustern zu untersuchen. Man erh�alt Aussagen �uber

die Variation in den konkret vorliegenden Clustern.

Wenn die Auswahl der beobachteten Cluster als zuf�allig angesehen wird, ist

man prim�ar nicht an einer Aussage �uber die konkret vorliegenden Cluster,

sondern �uber die zugrunde liegende Population interessiert. Es k�onnen Mo-

delle mit zuf�alligen E�ekten, die beispielsweise in Fahrmeir & Tutz (1994),

Jansen (1993), Longford (1993), Meng & van Dyk (1997a), Meng (1997) und
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Hennevogl (1991) vorgestellt werden, angewendet werden.

Im Modellansatz mit zuf�alligen E�ekten wird davon ausgegangen, da� die

Unterschiede, die in der Zusammenhangsanalyse in den Clustern auftreten,

durch Variablen erkl�art werden k�onnten, die jedoch nicht beobachtet wur-

den. Diese unbeobachteten Variablen k�onnen beispielsweise auftreten, wenn

ihre Erhebung aus technischen bzw. wirtschaftlichen Gr�unden nicht m�oglich

war oder diese relevante Variablen aufgrund von fehlerhaften Versuchspl�anen

�ubersehen wurden.

Im Generalisierten Linearen Modell mit zuf�alligen E�ekten werden die nicht

beobachteten Variablen durch zus�atzliche Parameter im linearen Pr�adiktor

ber�ucksichtigt, die als Realisation einer Zufallsvariable aufgefa�t werden.

In der De�nition f�ur Generalisierte Lineare Modelle mit zuf�alligen E�ekten

setzen wir voraus, da� f�ur i = 1; : : : ; N Beobachtungseinheiten jeweils ni

Me�wiederholungen vorliegen. Somit liegen insgesamt N�� =
PN

i=1 ni Beob-

achtungen vor, die sich jedoch auf i = 1; : : : ; N Gruppen, bzw. allgemeiner

ausgedr�uckt auf Beobachtungseinheiten verteilen. Wir setzten damit die Da-

tenstruktur (yit; xit) mit i = 1; : : : ; N und t 2 fti1; : : : ; tinig voraus.
Im anschlie�enden Kapitel werden wir den Ansatz der zeitvariierenden Ko-

eÆzienten mit der Modellierung von zuf�alligen E�ekten verbinden. Dort

werden wir voraussetzen, da� die Beobachtungen (yit; xit) der i-ten Beobach-

tungseinheit zum Zeitpunkt t erhoben wurden.

Im folgenden betrachten wir Modelle bei denen f�ur jede Beobachtungseinheit

i ein zuf�alliger E�ekt bi in den linearen Pr�adiktor aufgenommen wird. Das

hei�t, statt dem linearen Pr�adiktor �it = Zit� wird der lineare Pr�adiktor

�it = Zit� +Witbi betrachtet. Die Designmatrizen Zit und Wit werden durch

geeignete Abbildungen aus den Kovariablen gebildet.
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Eine �ubliche Annahme f�ur die zuf�alligen E�ekte b1; : : : ; bN ist, da� diese

unabh�angig normalverteilt sind. Beispiele f�ur diesen Modellansatz werden

wir in den Abschnitten 2.1.1 und 2.1.2 betrachten. Bei dem in Abschnitt

2.1.3 vorgestellten Verfahren der nichtparametrischen Maximum Likelihood

wird keine parametrische Voraussetzung f�ur die zuf�alligen E�ekte getro�en.

Modellde�nition

Die Modellde�nition ist zweistu�g und teilt sich in das Beobachtungs- und

das Wahrscheinlichkeitsmodell auf.

Das Beobachtungsmodell setzt voraus, da� die Responsewerte yi1; : : : ; yini f�ur

i = 1; : : : ; N bedingt unabh�angig sind, gegeben xi1; : : : ; xini und bi sowie die

Dichte der yit zu der Exponentialfamilie geh�ort. Der Erwartungswert �it ist

�uber die Linkfunktion h mit dem linearen Pr�adiktor durch

�it = E(yitjbi; xit) = h(�it) mit �it = Zit� +Witbi

verbunden.

DasWahrscheinlichkeitsmodell bestimmt die Verteilung der zuf�alligen E�ekte

b1; : : : ; bN . In den Abschnitten 2.1.1 und 2.1.2 setzten wir voraus, da� diese

f�ur i = 1; : : : ; N unabh�angig normalverteilt sind mit

bi
iid� N (0; Q):

Die zu sch�atzenden Modellparameter in diesem Modellansatz sind der Pa-

rametervektor �, der den globalen Einu� der Regressoren beschreibt, die

Kovarianzmatrix Q und die zuf�alligen E�ekte bi, welche die clusterspezi�-

schen Abweichungen vom globalen Einu� � beschreiben.
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F�ur die Sch�atzung der Parameter mit normalverteilten zuf�alligen E�ekten

geben wir im folgenden zwei unterschiedliche Verfahren an. Das erste Ver-

fahren ist der EM-Algorithmus mit Gau�-Hermite Integrationstechnik und

das zweite Verfahren der EM-Type. Beide Verfahren werden in Fahrmeir &

Tutz (1994), Hennevogl (1991) und Tutz & Hennevogl (1996) vorgestellt.

2.1.1 EM-Algorithmus mit Gau�-Hermite Integrations-

technik

Die Sch�atzung der Parameter in diesem Algorithmus erfolgt in zwei Schritten.

Zuerst werden die festen Parameter � und Q gesch�atzt und anschlie�end die

zuf�alligen E�ekte bi.

Sch�atzung der festen Parameter

Um die Notation �ubersichtlicher zu gestalten, beschreiben wir kurz das ver-

wendete Verfahren f�ur einen eindimensionalen zuf�alligen E�ekt. Im Anhang

im Abschnitt 6.1.2 gehen wir auf die Details des Verfahrens ein und betrach-

ten dabei den allgemeinen Fall bei dem die zuf�alligen E�ekte bi mehrdimen-

sional sein k�onnen. Im folgenden eindimensionalen Fall schreiben wir statt

der Kovarianzmatrix Q einfach �2.

Der lineare Pr�adiktor im univariaten Generalisierten Linearen Modell mit

einem eindimensionalen zuf�alligen E�ekt

�it = x0it � + bi mit bi
iid� N (0; �2)

l�a�t sich mit bi = ai � umparametrisieren zu

�it = x0it � + ai � mit ai
iid� N (0; 1):
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Mit der �ublichen Voraussetzung der bedingten Unabh�angigkeit zwischen den

einzelnen Beobachtungseinheiten bzw. innerhalb der Me�wiederholungen zu

einer Beobachtungseinheit gilt f�ur die Likelihood

L(�; �) =
NY
i=1

Z
f(yijai; �; �) p(ai) dai mit f(yijai; �; �) =

niY
t=1

f(yitjai; �; �):

Wobei f(�) die bedingte Dichte, die aus einer Exponentialfamilie stammt und

p(�) die Dichte der Standardnormalverteilung ist.

Diese Mischungsdichte kann nur f�ur einige Spezialf�alle analytisch gel�ost wer-

den, so da� f�ur die L�osung des Integrals numerische Verfahren angewendet

werden.

Bei der Gau�-Hermite Integrationstechnik wird das Integral durch eine endli-

che Summe �uber M Quadratur-St�utzstellen dj, (j = 1; : : : ;M) mit bekannten

Quadratur-Gewichten vj, j = 1; : : : ;M approximiert, so da�

L(�; �) �
NY
i=1

MX
j=1

vj f(yijdj; �; �)

folgt. Die Gewichte vj und St�utzstellen dj f�ur die Gau�-Hermite Integration

liegen in Tabellen (Abramowitz & Stegun, 1972) vor.

Das bedeutet, da� die Likelihood durch eine endliche Mischung von Dichten

aus einer Exponentialfamilie mit bekannten Mischungsgewichten vj und be-

kannten Ma�punkten dj approximiert wird. Ist l(�; �) die Log-Likelihood,

d. h.

l(�; �) =
NX
i=1

ln
MX
j=1

vj fij mit fij = f(yijdj; �; �)
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so folgt (Hinde, 1982; Aitkin, 1996)

@l

@�
=

NX
i=1

MX
j=1

vj fij
@ ln fij
@�

MP
l=1

vl fil

=
NX
i=1

MX
j=1

cij sij(�)

@l

@�
=

NX
i=1

MX
j=1

vj fij
@ ln fij
@�

MP
l=1

vl fil

=
NX
i=1

MX
j=1

cij sij(�):

Dabei ist cij die posteriori Wahrscheinlichkeit, da� die Beobachtungseinheit

i aus der Mischungskomponente j stammt, mit

cij =
vj fij

MP
s=1

vs fis

:

Die Komponenten sij(�) und sij(�) sind die �- bzw. �-Komponenten der

Scorefunktion f�ur die i-te Beobachtung in der j-ten Mischungskomponente.

Da die St�utzstellen dj in Tabellen vorliegen, sind diese Gr�o�en bekannt. Die

Parameter � und � sind die zugeh�origen RegressionskoeÆzienten.

Beim Maximieren der Log-Likelihood wird die Scorefunktion gleich Null ge-

setzt, und man erh�alt die gleichen gewichteten Summen, die als Gleichun-

gen eines gew�ohnlichen Generalisierten Linearen Modells mit dem linearen

Pr�adiktor

�itj = x0it � + dj � = [x0it ; dj]

 
�

�

!
mit

8>><>>:
i = 1; : : : ; N

t = 1; : : : ; ni

j = 1; : : : ;M

entstehen, wenn die Beobachtungen mit cij gewichtet werden und f�ur den

zugeh�origen Response yitj � yit gilt.
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Das L�osen der Gleichungen f�ur gegebene Gewichte cij und die Berechnung der

Gewichte mit der letzten Parametersch�atzung f�ur �0 = (� 0; �) f�uhrt Fahrmeir

& Tutz (1994) zu folgendem EM-Algorithmus:

� Die Anzahl M der St�utzstellen f�ur die Gau�-Hermite Integration wird

schrittweise erh�oht.

� Die Daten des Regressionsmodells werden mit der Anzahl der St�utz-

stellen vervielfacht, indem jede Zeile yit = x0it � des Modellansatzes

durch 0BB@
yit
...

yit

1CCA =

2664
x0it d1
...

...

x0it dM

3775
0BB@ �

1CCA mit � =

 
�

�

!

ersetzt wird.

� Der Startwert des Sch�atzers f�ur die Iteration ist �̂h0i = (�̂h0i; �̂h0i)0,

wobei �̂h0i der Sch�atzer des Generalisierten Linearen Modells ohne

zuf�allige E�ekte mit dem linearen Pr�adiktor �it = x0it� ist. F�ur �̂h0i

wird eine Konstante beispielsweise �̂h0i = 2 gew�ahlt.

� Jeder Iterationsschritt k = 0; 1; 2; : : : besteht aus den folgenden Schrit-

ten:

{ Berechnung der Gewichte mit:

cij(�
hki) =

vj � f(yijdj;�hki)
MP
s=1

vs � f(yijds;�hki)

{ Sch�atzung von �̂hk+1i durch das mit cij(�
hki) gewichtete Regressi-

onsmodell.
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� Ist das Abbruchkriterium:

jj�̂hk+1i � �̂hkijj
jj�̂hkijj < �

f�ur ein vorgegebenes � erf�ullt, so wird die Iteration beendet.

Durch die Verwendung des EM-Algorithmus ist sichergestellt, da� sich in

jedem Iterationsschritt der Wert der Likelihood erh�oht (Wu, 1983). Es ist

jedoch nicht gew�ahrleistet, da� das globale Maximum gefunden wird.

Der Startwert �h0i = 0 sollte deshalb vermieden werden. Denn bei �0 =

(� 0; 0), d. h. beim Modellansatz ohne Ber�ucksichtigung von zuf�alligen E�ek-

ten, liegt meist ein lokales Maximum vor. In den durchgef�uhrten Simulatio-

nen hat sich gezeigt, da� �h0i = 2 eine gute Wahl f�ur den Startwert ist.

Um die optimale Anzahl der gew�ahlten St�utzstellenanzahl M bei der Gau�-

Hermite Integration zu �nden, mu� der Algorithmus f�ur M = 2; 4; 6; : : :

solange durchgef�uhrt werden, bis sich der Wert der Likelihood nicht mehr

erh�oht.

Sch�atzung der zuf�alligen E�ekte

Nachdem die festen Parameter � und �2, bzw. allgemein die Kovarianzma-

trix Q, gesch�atzt wurden, kann die Bayes-Sch�atzung der zuf�alligen E�ekte bi

erfolgen.

Der unbekannte Parameter bi wurde als Zufallsgr�o�e mit bi � N (0; Q) vor-

ausgesetzt, so da� die Priori-Dichte mit

p(bi) =
1

(2�)q=2jQj1=2 exp

�
�1

2
b0iQ

�1bi

�
als bekannt angenommen wird. Wir sch�atzen bi durch Maximierung der

Posteriori Dichte p(bijY ), d. h. wir maximieren lp(bijY ) := ln p(bijY ) mit:
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lp(bijY ) = ln L(bijY ) + ln p(bi)

= ln L(bijY )� 1

2
b0iQ

�1bi ;

wobei L(bijY ) die Likelihoodfunktion, abh�angig von bi, bei gegebenden Da-

ten Y bezeichnet und konstante Terme vernachl�a�t wurden.

Die Bestimmung von bi kann durch Anwendung des Fisher-Scoring Algorith-

mus durchgef�uhrt werden.

Mit dem Startwert b
h0i
i = 0 wird die Integration

b
hk+1i
i = b

hki
i + F�1(b

hki
i ) s(b

hki
i )

f�ur k = 1; 2; : : : durchgef�uhrt bis ein Abbruchkriterium erf�ullt ist, wobei F (�)
die Fishermatrix und s(�) die Scorefunktion bezeichnen.

Als Anwendungsbeispiel betrachten wir im folgenden das Bin�are Logit-Modell

bei dem die nat�urliche Linkfunktion verwendet wird. Liegt ein eindimensio-

naler zuf�alliger E�ekt vor und ist Wit � 1, d.h.

lp(bijY ) = ln L(bijY )� 1

2
Q�1b2i

so folgt f�ur Scorefunktion

s(bi) =

niX
t=1

nit [yit � �it(bi)]�Q�1 bi

sowie f�ur die Fishermatrix

F (bi) =

niX
t=1

nit �it(bi) (1� �it(bi)) +Q�1

mit �it(bi) = h(Zit � + bi), wobei f�ur � und Q die entsprechenden Sch�atzer

verwendet werden.
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2.1.2 EM-Type Algorithmus

Beim EM-Type Algorithmus wird eine simultane Sch�atzung der Parame-

ter �, Q und bi, i = 1; : : : N mit Hilfe des EM-Algorithmus durchgef�uhrt.

Das grundlegende Prinzip des EM-Type Algorithmus wird auch beim EM-

Algorithmus mit Gau�-Hermite Integrationstechnik verwendet und im An-

hang in Abschnitt 6.1.2 vorgestellt.

Kurz zusammengefa�t kann der EM-Type Algorithmus wie folgt beschrieben

werden. Die Parameter (� 0; b01; : : : ; b
0
N ) = Æ0 werden als unbekannte Daten

betrachtet und Q ist der zu sch�atzende Parameter.

Mit diesem Ansatz k�onnen im hk + 1i-ten Iterationsschritt im M-Schritt die

Sch�atzer f�ur

Æ0hk+1i
= (� 0hk+1i

; b0hk+1i
1 ; : : : ; b0hk+1i

N ), gegeben Qhki

bestimmt werden. Im E-Schritt wird dann Q mit dem Ansatz

M
�
QjQhki� = E

�
ln f(Y; Æ; Q)jY;Qhki�

gesch�atzt.

Auf die Einzelheiten des EM-Type Algorithmus wird, unterteilt in den E-

bzw. M-Schritt, im folgenden eingegangen.

M-Schritt

Mit gegebenem Qhki gilt f�ur die posteriori Log-Likelihood l(Æ)

l(Æ) =
NX
i=1

ln f (yijbi; �) � 1

2

NX
i=1

b0i
�
Qhki��1

bi

=
NX
i=1

niX
t=1

ln f (yitjbi; �) � 1

2

NX
i=1

b0i
�
Qhki��1

bi ;
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so da� f�ur die Scorefunktion

@l(Æ)

@�
=

NX
i=1

niX
t=1

Z 0
it Dit �

�1
it (yit � �it)

@l(Æ)

@bi
=

TX
t=1

W 0
it Dit �

�1
it (yit � �it) �

�
Qhki��1

bi

mit Dit = Dit (�; bi) = @h(�it)
�

, ��1
it = ��1

it (�; bi) = (cov(yitj�; bi))�1 und

�it = �it(�; bi) = h(�it) folgt. F�ur die Fishermatrix gilt

F (Æ) =

2666664
F�� F�b1 � � � F�bN

Fb1� Fb1b1 O

...
. . .

FbN� O Fbnbn

3777775
mit

F�� =
NX
i=1

niX
t=1

Z 0
it Dit �

�1
it D0

it Zit

F�bi =

niX
t=1

Z 0
it Dit �

�1
it D0

it Wit

Fbibi =

niX
t=1

W 0
it Dit �

�1
it D0

it +
�
Qhki��1

Fbi� = F 0
�bi

:

Die Berechnung von Æhk+1i kann durch den Fisher-Scoring Algorithmus mit

Æhk+1i = Æhki + F�1
�
Æhki
�
s
�
Æhki
�
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durchgef�uhrt werden.

Im E-Schritt werden die Sch�atzer b̂i sowie ihre posteriori Kovarianzen Vii f�ur

i = 1; : : : ; n ben�otigt. Letztere ergeben sich aus

F�1 (Æ) =

2666664
V�� V�1 � � � V�n

V1� V11 � � � V1n
...

. . .

Vn� Vn1 � � � Vnn

3777775
mit

V�� = (F�� �
nX
i=1

F�iF
�1
ii Fi�)

�1

Vii = F�1
ii + F�1

ii Fi�V��F�iF
�1
ii

V�i = V 0
i� = �V��F�iF�1

ii

Vij = V 0
ji = F�1

ii Fi�V��F�jF
�1
jj ; i 6= j

Im Anhang in Abschnitt 6.2.1 wird gezeigt, da� die Blockdiagonalgestalt der

Fishermatrix ausgenutzt werden kann, so da� f�ur die Berechnung von Æhk+1i

nicht die gesammte Fishermatrix F (Æhki) invertiert werden mu�.

E-Schritt

Da f�ur die gemeinsame Dichte

f (Y; Æ; Q) =
NY
i=1

f(Y; Æ) p(bi; Q)

27



gilt und nur der letzte Faktor in der Dichte von Q abh�angt, l�a�t sich der

E-Schritt im hk + 1i-ten Iterationsschritt reduzieren zu:

~M
�
QjQhki� = E

�
ln p(Æ; Q)jY;Qhki�

Da bi � N (0; Q) vorausgesetzt wurde, erh�alt man bis auf konstante Terme

~M
�
QjQhki� = �N

2
ln jQj �

NX
i=1

tr
�
Q�1E

�
bib

0
ijY;Qhki��

und damit kann Qhk+1i bestimmt werden mit

Qhk+1i =
1

N

NX
i=1

cov(bijyi; Qhki) + E(bijyi; Qhki)E(bijyi; Qhki)0 :

In Tutz & Hennevogl (1996) wird vorgeschlagen, wegen des gro�en nume-

rischen Aufwands bei der Berechnung der Erwartungswerte, den posteriori

Erwartungswert von bi durch den posteriori Mode b̂
hki
i zu ersetzen und die

posteriori Kovarianzen durch V̂ii. Damit folgt

Qhki =
1

N

NX
i=1

V̂
hki
ii + b̂

hki
i

�
b̂
hki
i

�0
:

2.1.3 Modellansatz der nichtparametrischen

Maximum Likelihood

Im vorherigen Abschnitt wurde vorausgesetzt, da� die eindimensionalen zu-

f�alligen E�ekte unabh�angig normalverteilt mit bi
iid� N (0; �2) sind. Das hei�t,

es wird eine parametrische Form vorausgesetzt. Da die Mischungsdichte nicht

bekannt ist und die Parametersch�atzungen emp�ndlich von der Spezi�zierung

der parametrischen Form abh�angen kann, bietet ein nichtparametrischer An-

satz, wie die nichtparametrische Maximum Likelihood-Sch�atzung Vorteile.
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Bei diesem Verfahren, das vorgestellt wird in Aitkin (1995), Aitkin (1996),

Aitkin & Aitkin (1996), Aitkin & Francis (1995) und Aitkin &Wilson (1980),

wird die Mischverteilung zusammen mit den Modellparametern des Genera-

lisierten Linearen Modells gesch�atzt. Das prim�are Ziel ist jedoch nicht die

Mischverteilung zu sch�atzen, sondern es sollen falsche Schlu�folgerungen auf-

grund fehlerhafter Modellvoraussetzungen vermieden werden.

Bei der Parametersch�atzung mit der Gau�-Hermite Integration sind die St�utz-

stellen dj und die zugeh�origen Gewichte vj f�ur eine gew�ahlte Anzahl von

St�utzstellen bei der gesamten Iteration konstant. Es wird ein gewichtetes

Generalisiertes Lineares Modell mit dem linearen Pr�adiktor �itj = x0it �+dj �

betrachtet.

An Stelle von dj � werden bei der nichtparametrischen Maximum Likelihood

Sch�atzung die St�utzstellen �1; : : : ; �M als Parameter in den linearen Pr�adiktor

mit

�itj = x0it � + �j

aufgenommen, so da� �j der Parameter f�ur den Interzept der j-ten Kompo-

nente der Mischverteilung ist.

Die Parameter �1; : : : ; �M k�onnen gesch�atzt werden, indem Indikatoren mit

M Stufen in das Modell aufgenommen werden. Da Identi�zierungsprobeme

mit dem Interzept von � und einer Komponente �j entstehen, wird �M � 0

gesetzt. Alternativ ist es auch m�oglich den Interzept aus dem Modell zu

entfernen.

Die Gewichte zu den entsprechenden St�utzstellen p1; : : : ; pM mit
PM

j=1 pj = 1

m�ussen in jedem Iterationsschritt bestimmt werden. Durch Di�erenzieren der
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Log-Likelihood

l(�; �1; : : : ; �M) =
NX
i=1

ln
MX
j=1

pj fij mit fij = f(yij�; �1; : : : ; �M):

nach pj folgt

@l

@pk
=

NX
i=1

fij � fiMPM
l=1 plfil

=
NX
i=1

�
wik

pk
� wiM

pM

�

und mit @l
@pk

!
= 0 gilt:

p̂j =
NX
i=1

wij

N
:

Die Sch�atzung der Parameter kann dadurch mit folgendem EM-Algorithmus

durchgef�uhrt werden:

� Die AnzahlM der St�utzstellen wird fest gew�ahlt und schrittweise erh�oht

bis das Maximum der Likelihood erreicht ist.

� Die Daten des Regressionsmodells werden mit der Anzahl der St�utz-

stellen vervielfacht, indem jede Zeile yit = x0it � des Modellansatzes

durch

0BB@
yit
...

yit

1CCA =

266666664

x0it 1 0 � � � 0
...

. . .
...

. . .

x0it 0 : : : 0 1

x0it 0 : : : 0 0

377777775

0BBBBBBB@

�

z1

z2
...

zM�1

1CCCCCCCA
ersetzt wird. Es werden jeweils M Zeilen, aber nur M � 1 neue Para-

meter in das Regressionsmodell aufgenommen, so da� �M � 0 erf�ullt

ist und keine Identi�zierungsprobleme auftreten.
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� Startwert f�ur die Iteration ist die Berechnung der Gewichte w
h0i
ij , wobei

�h0i der Sch�atzer des Generalisierten Linearen Modells ohne zuf�allige

E�ekte ist und die St�utzstellen und Gewichte aus den Verfahren mit

Gau�-Hermite Integration �ubernommen werden, so da� z
h0i
j = dj und

p
h0i
j = vj f�ur j = 1; : : : ;M gilt, d. h. es ist:

w
h0i
ij =

vj � f(yij�h0i; dj)
MP
l=1

vl � f(yij�h0i; dl)
:

� Jeder Iterationsschritt k = 0; 1; 2; : : : besteht aus den folgenden Schrit-

ten:

{ Sch�atzung von ̂hk+1i = (�̂hk+1i; ẑhk+1i
1 ; : : : ; ẑ

hk+1i
M�1 )

0 durch das mit

wij(
hk+1i) gewichtete Regressionsmodell

{ Update der posteriori Wahrscheinlichkeit durch

p
hk+1i
j =

NP
i=1

w
hki
ij

N

{ Berechnung der Gewichte f�ur Beobachtungseinheit i und St�utzstelle

j mit

wij(
hk+1i) =

p
hki
j � f(yij�hki; zhkij )

MP
l=1

p
hki
l � f(yij�hki; zhkil )

:

� Die Iteration wird f�ur eine fest gew�ahlte Anzahl von St�utzstellen solan-

ge durchgef�uhrt, bis ein lokales Maximum f�ur die Likelihood erreicht

wurde. Dann wird die Anzahl der St�utzstellen erh�oht bis kein gr�o�erer

Wert f�ur das Maximum der Likelihood gefunden wird.
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Damit die Designmatrix des Regressionsansatzes vollen Rang hat, wurde eine

Parametrisierung des Modellansatzes �itj = x0it � + �j durch:

~�it =

0BB@
~�it1
...

~�itM

1CCA =

266666664

x0it 1 0 � � � 0
...

. . .
...

. . .

x0it 0 : : : 0 1

x0it 0 : : : 0 0

377777775

0BBBBBBB@

~�

~�1

~�2

...

~�M�1

1CCCCCCCA
mit ~�M � 0 gew�ahlt.

Unter der Nebenbedingung
MP
j=1

�j = 0 k�onnen die urspr�unglichen Parameter

� = (�0; �1 : : : ; �q) und � = (�1; : : : ; �M) mit:

�o = ~�0 +
1

M

MX
j=1

~�j

�j = ~�j f�ur j = 1; : : : ; q

�j = ~�0 � �0 + ~�j f�ur j = 1; : : : ;M

reparametrisiert werden.
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2.2 Modellans�atze mit (zeit-)variierenden

KoeÆzienten

Beim Modellansatz mit (zeit-)variierenden KoeÆzienten betrachten wir den

zeitabh�angigen Regressionsparameter �(t) und setzen voraus, da� die Daten

in der Form (yi; xi; t) vorliegen. Das hei�t, da� neben dem Response- und

Kovariablenvektor auch noch der Beobachtungszeitpunkt t f�ur jede Beob-

achtung bekannt ist. Im allgemeinen gehen wir davon aus, da� f�ur die i-te

Beobachtungseinheit mehrere Beobachtungszeitpunkte bzw. Me�wiederho-

lungen zu verschiedenen Zeitpunkten vorliegen.

Weiter wird angenommen, da� die Menge der beobachteten Zeitpunkte dis-

kret und endlich ist, so da� t 2 f1; : : : ; Tg vorausgesetzt werden kann.

Wir verwenden die Daten (yi; xi; t) in der Notation (yit; xit) mit i = 1; : : : ; N

und t 2 f1; : : : ; Tg, wobei N die Anzahl der Beobachtungseinheiten ist.

Liegt ein binomiales oder multinomialesModell mit gruppierten Daten vor, so

wird vorausgesetzt, da� die Daten in der Form (yit; xit; nit) mit i = 1; : : : ; N

und t 2 f1; : : : ; Tg vorliegen. Dabei bezeichnet N die Anzahl der Gruppen,

nit die Anzahl der Beobachtungen, xit den Kovariablenvektor und yit den

Gruppendurchschnitt jeweils f�ur die Gruppe i zum Zeitpunkt t. Die Anzahl

der Beobachtungen ist N� =
P
i

P
t

nit.

Im weiteren unterscheiden wir nicht zwischen gruppierten und ungruppierten

Daten. Wir setzen nit = 1 f�ur ungruppierte Daten und sprechen allgemein

von der i-ten Beobachtungseinheit.

Es wurde nicht vorausgesetzt, da� zu einer Beobachtungseinheit i f�ur alle

Zeitpunkte t = 1; : : : ; T Beobachtungen vorliegen. Trotzdem werden wir die

Summation
PN

i=1

PT
t=1 verwenden, indem wir die entsprechenden Summan-

den mit 0 de�nieren, wenn f�ur eine Beobachtungseinheit i zum Zeitpunkt t
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keine Beobachtung vorliegt.

Um Zeitabh�angigkeit zu modellieren, betrachten wir den RegressionskoeÆ-

zienten � als eine Funktion der Zeit t, d. h. � 0 = � 0(t) = (�1(t); : : : ; �p(t)).

Die in dieser Arbeit verwendeten Ans�atze f�ur �j(t) (j 2 1; : : : ; p) werden

im folgenden kurz vorgestellt. Dabei gehen wir immer davon aus, da� Zeit-

abh�angigkeit vorliegt, auch wenn mit den Modellen allgemeinere Abh�angig-

keitsstrukturen modelliert werden k�onnen.

2.2.1 Parametrische und semi-parametrische Ans�atze

Polynomiale Regression

Bei der Polynomialen Regression wird die Zeitabh�angigkeit des Regessions-

koeÆzienten �j(t) durch ein Polynom von t mit fest vorgegebenem Grad s�

modelliert:

�j(t) =
s�X
r=0

j r t
r :

Regressions Spline

Bei diesem Ansatz (Hastie & Tibshirani, 1990; Fahrmeir, Hamerle & Tutz,

1994) wird der obige Modellansatz ver�andert indem der Parameter �j(t)

st�uckweise durch Polynome de�niert wird. Der Spline ist an den Bruch-

stellen, den sogenannten Knoten stetig di�erenzierbar.

Eine m�ogliche Anwendung ist der st�uckweise-kubische Spline Efron (1988).

Dabei wird �j(t) aus s+1 (s2N) kubischen Funktionen zusammengesetzt, so

da� die Funktion auch an den Knoten �1; : : : ; �s, zweimal stetig di�erenzierbar
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ist:

�j(t) = j 0 + j 1 t+ j 2 t
2 + j 3 t

3 +
sX

r=1

j r+3 (t� �r)
3
+;

mit (t� �r)+ = maxf0; t� �rg.

Liegen die Beobachtungen teilweise sp�arlich vor, beispielsweise ist dies in

Verweildauermodellen gegen Ende des Beobachtungszeitraumes der Fall, so

wird h�au�g ein kubisch-linearer Regressions Spline verwendet:

�j(t) = j 0 + j 1 t+ j 2 (t� �)2� + j 3 (t� �)3�

mit (t� �)� = minf0; t� �g.
F�ur t < � hat die Funktion �j(t) einen kubischen und f�ur t > � einen linea-

ren Verlauf. Die Funktion �j(t) ist f�ur alle t, insbesondere f�ur t = � stetig

di�erenzierbar.

Neben diesen Regressions Splines ist es auch m�oglich, mehrere kubische Funk-

tionen und eine lineare Funktion st�uckweise zu de�nieren, so da� die Funktion

�j(t) f�ur t > �� aus einer Geraden und f�ur t < �� aus einem st�uckweise-

kubischen Spline besteht, es ist:

�j(t) = j 0 + j 1 t + j 2 (t� ��)2� + j 3 (t� ��)3� +
sX

r=1

j r+3 (t� �r)
3
� :

Mit den Knoten �r < �r�1 < : : : ; �1 < �� ist �j(t) f�ur t � �� einmal und f�ur

t < �� zweimal stetig di�erenzierbar.

Die in diesem Abschnitt vorgeschlagenen Modelle sind sehr einfach zu im-

plementieren. Nach Anpassung der Designmatrix k�onnen Standardverfahren

zur Sch�atzung der KoeÆzienten j r verwendet werden um �j(t) zu bestim-

men.
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Um die Interpretation der variierenden KoeÆzienten zu erleichtern und um

numerische Sch�atzprobleme zu vermeiden, mu� darauf geachtet werden, da�

der Grad des Polynoms bzw. die Anzahl der Knoten der vorhanden Daten-

struktur gerecht wird. Das hei�t die Anzahl der Spalten in der Designmatrix

sollte m�oglichst klein sein, um die Struktur der zeitlichen Abh�angigkeit zu

erkennen und um eine �Uberparametrisierung zu vermeiden

2.2.2 Lokaler Likelihoodansatz

Dieser Modellansatz, der auch in Kauermann & Tutz (1995), Kauermann

& Tutz (2000), Tutz & Kauermann (1995) und Tutz & Kauermann (1997)

behandelt wird, ist ein spezielles variierendes KoeÆzientenmodell, wie es in

Hastie & Tibshirani (1993) vorgestellt wird. Die Modellparameter variieren

in Abh�angigkeit einer erhobenen Variablen, dem sogenannten E�ektmodi�-

zierer. In unserem Ansatz entspricht der E�ektmodi�zierer der Zeit.

Zu jedem Zeitpunkt t 2 1; : : : ; T wird �(t) = (�1(t); : : : ; �p(t))
0 durch ein

separates Generalisiertes Lineares Modell gesch�atzt. Dabei gehen die Beob-

achtungen (yis; xis) mit s 2 f1; : : : ; Tg gewichtet, in Abh�angigkeit zu dem

beobachteten Zeitpunkt s, in die Sch�atzung ein. Die dabei verwendete Ge-

wichtsfunktion !(t; s) ist unter Verwendung einer Kernfunktion K(u) in

Abh�angigkeit des Gl�attungsparameters  durch

!(t; s) = ct �K
�
t� s



�
de�niert.

Als Kernfunktionen werden verschiedene unimodale, symmetrische Funk-
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tionen verwendet. Beispielsweise k�onnen der Epanechnikov-Kern

K(u) =

(
3
4
(1� u2) f�ur juj � 1

0 sonst

oder der Gau�-Kern

K(u) =
1p
2�

exp

�
�1

2
u2
�
:

angewendet werden.

Mit der Wahl der Normierungskonstanten ct = K(0)�1 gilt:

 !1 : !(t; s) = 1 f�ur s = 1; : : : ; T

 ! 0 : !(t; s) =

(
1 f�ur s = t

0 f�ur s 6= t

d. h. im Lokalen Likelihoodansatz sind auch zwei Spezialf�alle enthalten. F�ur

 !1 erhalten alle Beobachtungen unabh�angig von Beobachtungszeitpunkt

das Gewicht 1. Die Parametersch�atzung mit dem Lokalen Likelihoodansatz

entspricht der Sch�atzung mit dem Modellansatz bei dem keine Zeitabh�angig-

keit f�ur � ber�ucksichtigt wird. F�ur  ! 0 gehen in die Parametersch�atzung

von �(t) nur die Beobachtungen zum Zeitpunkt t ein.

Durch die Wahl des Gl�attungsparameters k�onnen somit sehr exibel die un-

terschiedlichen Gewichte festgelegt werden. In Abbildung 2.1 werden die

Gewichte !(t; s) f�ur t = 10 und s = (1; 2; : : : ; 21) in Abh�angigkeit des

Gl�attungsparameters  unter Verwendung des Gau�-Kerns dargestellt.

Liegt ein Verweildauermodell vor, bei dem gegen Ende des Beobachtungszeit-

raumes nur noch wenige Beobachtungen vorliegen, so kann der Gl�attungs-

parameter  in Abh�angigkeit der Anzahl der vorliegenden Beobachtungen

beispielsweise mit t =
1p
nt
 gew�ahlt werden.
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Abbildung 2.1: Gewichte des Gau�-Kerns in Abh�angigkeit des

Gl�attungsparameters

Die Wahl des Gl�attungsparameters  kann durch Kreuzvalidierung , die bei-

spielsweise in Rice & Silverman (1991), Fan, Hall, Martin & Patil (1996) und

Tutz (1989)) behandelt wird, erfolgen. Dabei wird der Wert von  gew�ahlt

bei dem CV () mit

CV () =
1

N�

NX
i=1

TX
t=1

l(yit; �̂
�(i;t)
it )

minimal ist.

Dabei ist �̂
�(i;t)
it der gesch�atzte Response, gegeben xit, der durch den Sch�atzer
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d�(t)�(i;t)
bestimmt wird. Der Sch�atzer d�(t)�(i;t)

ist derjenige Sch�atzer zum

Zeitpunkt t 2 f1; : : : ; Tg des RegressionskoeÆzienten, bei dem alle Beobach-

tungen bis auf die Beobachtung (yit; xit) in das Modell eingehen.

Die Anzahl aller Beobachtungen ist

N� =
NX
i=1

ni :

Weiter ist l(�) eine Verlustfunktion, beispielsweise werden die folgenden Ver-

lustfunktionen verwendet:

� Quadratische Verlustfunktion

l(yit; �̂
�(i;t)
it ) = (yit � �̂

�(i;t)
it )2

� Kullback-Leibler Verlustfunktion

l(yit; �̂
�(i;t)
it ) = yit ln

(
yit

�̂
�(i;t)
it

)

� Minimale Pearson-Residuen

l(yit; �̂
�(i;t)
it ) =

(yit � �̂
�(i;t)
it )2

v(�̂
�(i;t)
it )

;

wobei v(�̂
�(i;t)
it ) die Varianzfunktion ist. Im bin�aren Modell gilt bei-

spielsweise v(�̂
�(i;t)
it ) = �̂

�(i;t)
it (1��̂�(i;t)

it ) und im Poissonmodell v(�̂
�(i;t)
it ) =

�̂
�(i;t)
it .

Da in der verwendeten Datenstruktur (yit; xit) korrelierte Daten vorliegen

und deshalb keine Unabh�angigkeit der Residuen angenommen werden kann,

sollte dies bei Kreuzvalidierung ber�ucksichtigt werden. Verfahren f�ur die

Bestimmung der Kreuzvalidierung bei abh�angigen Beobachtungen werden in

van der Linde (1994) vorgestellt.
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Kapitel 3

Zuf�allige E�ekte und

variierende KoeÆzienten im

Generalisierten Linearen

Modell

Im vorherigen Kapitel wurde die Modellierung mit variierenden KoeÆzien-

ten bzw. mit zuf�alligen E�ekten vorgestellt. Beide Ans�atze f�ur Modell-

erweiterungen im Generalisierten Linearen Modell werden in diesem Kapitel

miteinander kombiniert.

Die Ausgangssituation bei der Verwendung von zeitvariierenden KoeÆzi-

entenmodellen ist, da� im Zeitverlauf meist die gleichen Beobachtungsein-

heiten oder -gruppen betrachtet werden. Auf Grund der Me�wiederholun-

gen oder der vorhandenen Gruppenstruktur, welche beispielsweise die fa-

mili�are, regionale oder administrative Zugeh�origkeit der einzelnen Beobach-

tungseinheit wiedergibt, ist die Voraussetzung der homogenen Varianzstruk-

tur nicht erf�ullt. Werden diesen Modellen zuf�allige E�ekte hinzugef�ugt,
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so wird nicht nur die Gruppenstruktur bzw. die Struktur der Me�wieder-

holungen ber�ucksichtigt, sondern dieser Modellansatz erm�oglicht auch den

gruppen- bzw. individuenspezi�schen Einu� der einzelnen Beobachtungs-

einheit zu quanti�zieren.

Werden die Daten f�ur ein Generalisiertes Lineares Modell mit zuf�alligen Ef-

fekten in einem Zeitverlauf erhoben, so kann nicht vorausgesetzt werden, da�

der Einu� der KoeÆzienten zeitunabh�angig ist. Um den zeitspezi�schen

Einu� der Kovariablen zu ber�ucksichtigen, k�onnen zeitvariierende KoeÆzi-

enten in das Modell aufgenommen werden.

Es ist somit nur nat�urlich, sowohl den Modellansatz mit zuf�alligen E�ekten

durch die Aufnahme von zeitvariierenden KoeÆzienten zu erweitern, als auch

beim Modellansatz mit zeitvariierenden KoeÆzienten zus�atzlich zuf�allige Ef-

fekte zu betrachten.
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3.1 Modellans�atze und Parametersch�atzungen

Bei der Betrachtung eines Generalisierten Linearen Modells, das sowohl zeit-

variierende KoeÆzienten als auch zuf�allige E�ekte ber�ucksichtigt, setzten wir

folgende Datenstruktur voraus.

Die Daten liegen in der Form (yit; xit), f�ur i = 1; : : : ; N Beobachtungsein-

heiten bzw. -gruppen zu den entsprechenden Zeitpunkten t 2 f1; : : : ; Tg
vor.

Bei der Modellierung wird im folgenden vorausgesetzt, da� der Regressions-

koeÆzient � = (�(1); : : : ; �(T )) den zeitvariierenden und die zuf�alligen Ef-

fekte b1; : : : ; bN den individuen-, gruppen- oder auch umweltspezi�schen Ein-

u� auf die Zielgr�o�e beschreiben.

3.1.1 Volles Modell, parametrische und semi-

parametrische Ans�atze

Ist die Anzahl der betrachteten Zeitpunkte gering, so kann, wenn keine

zuf�alligen E�ekte ber�ucksichtigt werden, separat f�ur jeden betrachteten Zeit-

punkt ein Modell gesch�atzt werden. Dabei werden immer die Beobachtun-

gen betrachtet, die zu dem zugeh�origen Zeitpunkt erhoben wurden. Unter

Ber�ucksichtigung von zuf�alligen E�ekten kann mit diesem Ansatz das folgen-

de Modell betrachtet werden.

IstO die Matrix, deren KoeÆzienten alle 0 sind, so lautet der lineare Pr�adiktor

im vollen Modell

�it = ~Zit� +Witbi

mit ~Zit = (O; : : : ; Zit; : : : ;O) und � = (�(1); : : : ; �(T )) sowie bi
iid� N (0; Q).
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Bei diesem Modellansatz kann die Sch�atzung der Parameter durch den vorge-

stellen EM-Algorithmus mit direkter Gau�-Hermite Integration ohne weitere

Anpassungen durchgef�uhrt werden.

Die im vorherigen Kapitel vorgestellen parametrischen und semi-parametrischen

Modelle lassen sich ebenso einfach erweitern. Der lineare Pr�adiktor �it = Zit�

wird durch die Aufnahme der zuf�alligen E�ekte durch

�it = Zit�(t) +Witbi mit bi
iid� N (0; Q)

ersetzt. Wobei f�ur �(t) eine der in 2.2.1 vorgestellten Parametrisierung

gew�ahlt werden kann.

Mit zunehmender Anzahl der zu betrachteten Zeitpunkte wird die Anzahl der

zu sch�atzenden Parameter meist so gro�, da� numerische Sch�atzprobleme bei

der Bestimmung der Parametersch�atzungen auftreten. Deshalb k�onnen die

oben vorgestellen Modelle nur sehr eingeschr�ankt verwendet werden. Der

folgende Lokale Likelihoodansatz unter Ber�ucksichtigung von zuf�alligen Ef-

fekten ist exibler, da durch die Verwendung der Kernfunktion mit der Wahl

des Gl�attungsparameters eine beliebige zeitliche Gl�attung erfolgen kann.

3.1.2 Lokaler Likelihoodansatz mit zuf�alligen E�ekten

Im folgenden stellen wir zwei Algorithmen vor, die sowohl zuf�allige E�ekte als

auch zeitvariierende KoeÆzienten, die mit einem Lokalem Likelihoodansatz

gesch�atzt werden, ber�ucksichtigen. F�ur die Ber�ucksichtigung der zuf�alligen

E�ekte wird zuerst der EM-Algorithmus mit Gau�-Hermite Integrationstech-

nik verwendet und im zweiten vorgestellten Algorithmus der EM-Type ver-

wendet.

Der lineare Pr�adiktor des Modellansatzes lautet in beiden Varianten:
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Zit� +Witbi mit bi
iid� N (0; Q) und � = (�(1); : : : ; �(T ))

F�ur die zuf�alligen E�ekte b1; : : : ; bN , die den individuen- oder gruppenspezi-

�schen Einu� beschreiben, wird keine zeitliche Abh�angigkeit vorausgesetzt.

Das hei�t einerseits, da� die zuf�alligen E�ekte b1; : : : ; bN unabh�angig vom be-

trachteten Zeitpunkt t 2 1; : : : T sind. Anderseits mu� bei der Sch�atzung des

zeitvariierenden RegessionskoeÆzienten � = (�(1); : : : ; �(T ))) der Einu�

der zuf�alligen E�ekte b1; : : : ; bN f�ur jeden Zeitpunkt t 2 1; : : : ; T gleichblei-

bend ber�ucksichtigt werden.

EM-Algorithmus mit Gau�-Hermite Integrationstechnik

In dem zuerst vorgeschlagenen Algorithmus wird ein iteratives Verfahren ver-

wendet, das den zeitvariierenden KoeÆzienten � sch�atzt, indem die zuf�alligen

E�ekte konstant gehalten werden, d. h. Witbi geht als OFFSET in die Mo-

dellgleichung ein. Die Sch�atzung des Parametervektors � = (�(1); : : : ; �(T )))

kann mit dem Lokalen Likelihoodansatz erfolgen.

Anschlie�end wird die Kovarianzmatrix Q gesch�atzt, wobei Zit� konstant

gehalten wird. Der im vorherigen Kapitel vorgestellte EM-Algorithmus mit

Gau�-Hermite Integration kann ohne weitere Anpassungen �ubernommen wer-

den.

Da nun sowohl � als Q bekannt sind, k�onnen die zuf�alligen E�ekte b1; : : : ; bN

bestimmt werden.

Dieses Verfahren mu� iterativ angewendet werden und es ergibt sich folgender

Ablauf:

� Um Startwerte f�ur die Iteration zu erhalten, wird das Modell mit zu-

f�alligen E�ekten ohne variierenden KoeÆzienten verwendet.
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Der lineare Pr�adiktor diese Modells hat die Form

�it = Zit � +Wit bi mit bi
iid� N (0; Q):

{ Zuerst werden �̂ und Q̂ gesch�atzt.

{ Anschlie�end erfolgt die Bayes-Sch�atzung der zuf�alligen E�ekte

b̂1; : : : ; b̂N .

� Unter Verwendung der Startwerte b̂h0ii := b̂i f�ur i = 1; : : : ; N wird die

folgende Iteration f�ur p = 0; 1; : : : durchgef�uhrt:

{ Die zeitvariierenden KoeÆzienten �̂(t)hp+1i werden durch den Lo-

kalen Likelihoodansatz gesch�atzt, bei dem die zuf�alligen E�ekte

Wit b̂
hpi
i konstant gehalten werden. Das hei�t es gilt

�it = Zit �(t)
hp+1i + OFFSET

�
Wit b̂

hpi
i

�
:

{ Die Aktualisierung der zuf�alligen E�ekte b̂
hp+1i
i f�ur i = 1; : : : ; N

erfolgt in zwei Schritten:

Zuerst wird der Sch�atzer Q̂hp+1i durch ein Modell mit zuf�alligen

E�ekten, bei dem die zeitvariierenden KoeÆzienten �̂(t)hp+1i Teil

des OFFSETS sind, bestimmt. Es wird das Modell

�it = OFFSET
�
Zit �̂(t)

hp+1i
�
+ Wit b̂

hpi
i

mit bi�N (0; Qhp+1i)betrachtet und anschlie�end erfolgt die Ak-

tualisierung der zuf�alligen E�ekte b̂
hp+1i
i f�ur i = 1; : : : ; N .

� Die Iteration wird beendet, falls jj�̂(t)hp+1i��̂(t)hpijj
jj�̂(t)hpijj < � gilt.
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EM-Type Algorithmus

Da beim EM-Type Algorithmus eine simultane Sch�atzung des Parameter-

vektors � = (�(1); : : : ; �(T )) und der zuf�alligen E�ekte bi, i = 1; : : : N mit

bi
iid� N (0; Q) durchgef�uhrt wird, k�onnen zeitvariierenden KoeÆzienten pro-

blemlos ber�ucksichtigt werden.

IstQhpi aus den vorherigen Iterationsschritt bekannt, so gilt f�ur die Likelihood

mit Æ0 = (� 0(1); : : : ; � 0(T ); b1; : : : ; bN):

l(Æ) =
NX
i=1

ln f (yijbi; �) � 1

2

NX
i=1

b0i
�
Qhpi��1

bi

=
NX
i=1

TX
s=1

w(t; s) ln f (yisjbi; �(t)) � 1

2

NX
i=1

b0i
�
Qhpi��1

bi

und f�ur die Scorefunktion folgt:

@l(Æ)

@�(t)
=

NX
i=1

TX
s=1

w(t; s) Z
0
is Dis (�(t); bi) �

�1
is (�(t); bi) (yis � �is(�(t); bi))

@l(Æ)

@bi
=

TX
t=1

W 0
it Dit (�(t); bi) �

�1
it (�(t); bi) (yit � �it(�(t); bi)) �

�
Qhpi��1

bi

Damit hat die Fishermatrix die folgende partitionierte Darstellung:
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F (Æ)hpi =

266666666666664

F�1�1 O F�1b1 � � � � � � F�1bN
. . .

...
...

O F�T �T F�T b1 � � � � � � F�T bN

Fb1�1 � � � Fb1�T Fb1b1
...

...
. . . O

...
... O

. . .

FbN�1 � � � FbN�T Fbnbn

377777777777775
mit:

F�t�t =
NX
i=1

TX
s=1

w(t; s) Z
0
is Dis (�(t); bi) �

�1
is (�(t); bi) D

0
is (�(t); bi) Zis

F�tbi =
TX
s=1

w(t; s) Z
0
is Dis (�(t); bi) �

�1
is (�(t); bi) D

0
is (�(t); bi) Wis

Fbi�t = F 0
�tbi

Fbibi =
TX
t=1

W 0
it Dit (�(t); bi) �

�1
it (�(t); bi) D

0
it (�(t); bi) +

�
Qhpi��1

Diese Blockgestalt der Fishermatrix kann, wie im Anhang in Abschnitt 6.1.2

gezeigt wird, f�ur eine Vereinfachung bei der Berechnung der Sch�atzer aus-

gen�utzt werden.
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3.2 Varianz der Parametersch�atzungen

Um inhaltlich die gesch�atzten Parameterwerte interpretieren zu k�onnen, mu�

neben der Sch�atzung der Parameterwerte vor allem die Varianz dieser Sch�atz-

werte ber�ucksichtigt werden. Im folgenden betrachten wir die Sch�atzungen

der Varianzen der Parametersch�atzungen f�ur die oben vorgeschlagenen Mo-

delle.

Im Generalisierten Linearen Modell ohne zuf�allige E�ekte und ohne variie-

rende KoeÆzienten gilt f�ur den gesch�atzten Parametervektor �̂:

�̂ � N (�; F�1(�̂)):

Das hei�t, die Sch�atzung der Kovarianz kann durch ccov(�̂) = F�1(�̂) erfol-

gen, wobei F�1(�̂) die inverse Fishermatrix bezeichnet. Bei diesem Model-

lansatz liegen Beobachtungen (yi; xi) mit i = 1; : : : N vor und der lineare

Pr�adiktor lautet �i = Zi�, so da� f�ur die Fishermatrix

F (�) =
NX
i=1

Fi(�) =
NX
i=1

Z 0
iDi�

�1
i D0

iZi;

mit Di = Di(�) =
@h(�i)
@�

und �i = �i(�) = cov(yij�) gilt.

3.2.1 Varianzsch�atzungen bei Modellen mit zuf�alligen

E�ekten

Im Generalisierten Linearen Modell mit zuf�alligen E�ekten sind im linea-

ren Pr�adiktor neben den gesch�atzten festen Parametern � und Q auch die

zuf�alligen E�ekte bi f�ur i = 1; : : : ; N enthalten.
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EM-Algorithmus mit Gau�-Hermite Integrationstechnik

Beim EM-Algorithmus mit Gau�-Hermite Integrationstechnik kann wegen

der verwendeten Mischungsdichte f�ur die Varianzsch�atzung nicht die Fisher-

matrix aus dem letzten Iterationsschritt verwendet werden. In Fahrmeir &

Tutz (1994) und in Gourieroux & Montfort (1989) wird vorgeschlagen die

Fishermatrix mit Hilfe der Scorefunktion zu approximieren.

Im Anhang in Abschnitt 6.1.2 wird auf die Parametersch�atzung f�ur den Mo-

dellansatz mit dem linearen Pr�adiktor

�it = Zit� +Witbi mit bi
iid� N (0; Q)

eingegangen. Dieser Modellansatz wird mit bi = Q1=2ai und � = vec(Q1=2)

sowie �0 = (� 0; �0) mit � = (�(1); : : : ; �(T )) unter Verwendung des Kronecker

Produktes 
 und der Cholesky-Zerlegung von Q mit Q = Q1=2QT=2 umpa-

rametrisiert zu

�it = [Zit ; a0i 
Wit] � mit ai
iid� N (0; I) :

Ist M die Anzahl der St�utzstellen und cGHij = cGHij (�) die Gewichte der i-ten

Beobachtungseinheit f�ur St�utzstelle j der Gau�-Hermite Integration, so die

Scorefunktion der i-ten Beobachtungseinheit mit

si(�) �
MX
j=1

cGHij
@ ln f(yijdj; �)

@�
=

TX
t=1

MX
j=1

cGHij
@ ln f(yitjdj; �)

@�

approximiert werden. Die Kovarianz des Parametervektors �̂0 = (�̂ 0; �̂0) kann

somit durch

ccov(�̂) � ccovSC(�̂) := �F SC(�̂)
��1

mit F SC(�̂) =
NX
i=1

si(�̂) � s0i(�̂)
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gesch�atzt werden.

Mit diesem Ansatz l�a�t sich die Scorefunktion unter Verwendung des linearen

Pr�adiktors �itj =
�
Zit; d

0
j 
Wit

�
� durch

sGHi (�) =
TX
t=1

MX
j=1

cGHij (�)
�
Zit ; d

0
j 
Wit

�0
Ditj �

�1
itj (yit � �itj)

mit Ditj =
@h(�itj)

@�
, �itj = h(�itj) und �itj = cov(yitjdj; �) berechnen.

Volles Modell F�ur das volle Modell kann der Ansatz ohne Ver�anderungen

�ubernommen werden. Es wurde f�ur die die Sch�atzung von �0 = (� 0; �0)

mit � = (�(1); : : : ; �(T )) ein Generalisiertes Lineares Modell mit zuf�alligen

E�ekten und dem folgenden linearem Pr�adiktor

�it = h( ~Zit� + bi) mit ~Zit = (O; : : : ; Zit; : : : ;O);

verwendet. Die Scorefunktion ist somit approximiert durch

si(�) � sGHi (�) =
MX
j=1

cGHij (�)
@ ln f(yijdj;�)

@�

=
TX
t=1

MX
j=1

cGHij (�)
h
~Zit ; d

0
j 
Wit

i0
Ditj �

�1
itj (yit � �itj)

und dabei ist

Ditj =
@h(�itj)

@�

�itj = cov(yitjdj; �)

�itj = h(�itj) mit �itj =
h
~Zit ; d

0
j 
Wit

i
0BBBBB@

�(1)
...

�(T )

�

1CCCCCA :
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Delta-Methode Die Delta-Methode wird verwendet, um die Sch�atzung

der Varianzen der Parametersch�atzungen im Modellen mit parametrischen

und semi-parametrischen zeitvariierenden KoeÆzienten zu berechnen.

Wurde beispielsweise �j(t) parametrisiert als ein Polynom von t mit Grad s�

(vgl. Abschnitt 2.2.1), so gilt�j(t) =
Ps�

r=0 jrt
r und f�ur die Kovarianz von

cov(�j(t)) folgt

cov(�j(t))) = t cov(j) t
0 :

Zudem wird die Delta-Methode auch verwendet, um die Kon�denzb�ander f�ur

die Sch�atzung der Varianzdvar(�̂) mit �̂ = h(�̂) = h(Z �̂) zu bestimmen. Mit

D(�̂) = @h(�̂)
@�̂

folgt

dvar(�̂) = D(�̂)0 Z ccov(�̂)Z 0 D(�̂):

Lokaler Likelihoodansatz Bei der Parametersch�atzung durch den Lo-

kalen Likelihoodansatz bei dem die zuf�alligen E�ekte durch Gau�-Hermite

Integrationstechnik gesch�atzt werden, erfolgt die Sch�atzung von �(t) lokal

f�ur jeden betrachteten Zeitpunkt t 2 1; : : : T . Dagegen wird die Sch�atzung

von � global, d. h. unabh�angig von t durchgef�uhrt.

Beim Verfahren f�ur die Berechnungen der Varianzen der Parametersch�atzungen

mu� deshalb folgende Unterscheidung getro�en werden:

� Der Sch�atzung von �(t) liegt ein Generalisiertes Lineares Modell mit

zuf�alligen E�ekten zugrunde. Das hei�t, die Approximation der lokalen

Scorefunktion erfolgt mit

si (�(t); �) �
TX
s=1

MX
j=1

cGHij (�(t); �) w(s; t)
@ ln f(yisjdj; �(t); �)

@�(t)

=
TX
s=1

MX
j=1

cGHij (�(t); �) w(s; t)
�
Zis ; d

0
j 
Wis

�0
Disj �

�1
isj (yis � �isj) ;
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wobei w(s; t) die Gewichte der gew�ahlten Kernfunktion bezeichnen

und

Disj =
@h(�isj)

@�

�isj = cov(yisjdj; �(t); �)

�isj = h(�isj) mit �isj =
�
Zis ; d

0
j 
Wis

�  �(t)

�

!

gilt.

Damit wird die Kovarianzmatrix gesch�atzt mit:

ccov(�(t)0; �0) =

 
NX
i=1

si(�(t); �) s
0
i(�(t); �)

!�1

:

� Die Sch�atzung von � erfolgt global, so da� der folgende marginale An-

satz gew�ahlt werden kann. Mit � = (�(1); : : : ; �(T ); �) und ~Zit =

(O; : : : ; Zit; : : : ;O) gilt f�ur die Scorefunktion

si (�) �
TX
t=1

MX
j=1

cGHij (�)
h
~Zit ; d

0
j 
Wit

i0
Ditj �

�1
itj (yit � �itj)

mit

Ditj =
@h(�itj)

@�

�itj = cov(yitjdj; �(t); �)

�itj = h(�itj) mit �itj =
h
~Zit ; d

0
j 
Wit

i
0BBBBB@

�(1)
...

�(T )

�

1CCCCCA
.
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und somit folgt f�ur die Kovarianzmatrix

cov(�) =

 
NX
i=1

si(�) s
0
i(�)

!�1

:

Die Kovarianzen cov (�(t)) ergeben sich dann aus den entsprechenden Teil-

matrizen von cov (�(t)0; �0) und die Sch�atzung der Kovarianz von � aus der

entsprechenden Teilmatrix von cov (�) = cov (�(1)0; � � � ; �(T )0; �0).
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Kapitel 4

Simulationsbeispiele

Im vorherigen Kapitel 3 wurden verschiedene Modellerweiterungen des Gene-

ralisierten Linearen Modells vorgestellt, die gleichzeitig eine zeitliche Variati-

on der Parameter erm�oglichen und gruppen- bzw. individuenspezische E�ek-

te durch die Aufnahme von zuf�alligen E�ekten imModellansatz ber�ucksichtigen.

Es wurden verschiedene Sch�atzverfahren f�ur die Bestimmung der Parame-

tersch�atzungen und deren Varianzen angegeben. Die G�ute der vorgestellten

Verfahren wird in diesem Kapitel durch Simulationsbeispiele veri�ziert.

Zun�achst werden die vorgestellten Modellans�atze f�ur die Sch�atzung der fe-

sten Parameter angewendet und anschlie�end wird auf die Bayes-Sch�atzung

der zuf�alligen E�ekte eingegangen.

Bei der Sch�atzung der festen Parameter werden der Lokale Likelihoodansatz

und der Ansatz des vollen Modells miteinander verglichen. Dabei zeigt sich,

da� der Lokale Likelihoodansatz, bei dem f�ur die Sch�atzung der zuf�alligen Ef-

fekte die Gau�-Hermite Integrationstechnik verwendet wird, sehr gute Resul-

tate liefert. Wird dagegen der EM-Type Algorithmus angewendet, so liefert

dieser nur zufriedenstellende Ergebnisse, wenn die Streuung der zuf�alligen Ef-
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fekte sehr gering ist. Damit ist eine Aussage �uber die Sch�atzung der zuf�alligen

E�ekte beim EM-Type Algorithmus nur bedingt aussagekr�aftig.
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4.1 Sch�atzung der festen Parameter

In den folgenden Simulationstudien werden die Ergebnisse aus dem vollen

Modell mit denen des Lokalen Likelihoodansatzes mit Gau�-Hermit Integra-

tionstechnik bzw. mit EM-Type Algorithmus jeweils unter Ber�ucksichtigung

von zuf�alligen E�ekten vorgestellt.

Aufbau der Simulationsstudie

In den Simulationsstudien wird das bin�are logistische Modell

�it = h(�it) =
exp(�)

1 + exp(�)

mit �it = �0(t)+ �1(t)xit+ bi und bi � N (0; Q) mit 100 Beobachtungseinhei-

ten f�ur 10 Zeitpunkte gew�ahlt.

Der Regressor xit ist mit xit = xi f�ur t = 1; : : : ; 10 und xi � N (0; 1) f�ur

i = 1; : : : ; 100 gew�ahlt worden. Die Parametervorgaben f�ur � sind

�0 = (�0(1); �0(2); : : : ; �0(10))
0 = (1; 0:9; : : : ; 0:1)0

�1 = (�1(1); �1(2); : : : ; �1(10))
0 = (0:1; 0:2; : : : ; 1)0 :

F�ur � wird beim vollen Modell und beim Lokalen Likelihoodansatz mit Gau�-

Hermite Integrationstechnik die Parametervorgabe mit � =
p
Q = 2, dagegen

beim Lokalen Likelihoodansatz unter Verwendung des EM-Type Algorithmus

mit � =
p
Q =

p
(0:1) gew�ahlt.

4.1.1 Das volle Modell mit zuf�alligen E�ekten

Das volle Modell unter Ber�ucksichtigung von zuf�alligen E�ekten wurde im

Abschnitt 3.1.1 vorgestellt. Die Sch�atzung der Parameter � und � = (�0(1);
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�1(1); : : : ; �0(10); �1(10)) erfolgt durch den Modellansatz eines Generalisier-

ten Linearen Modells mit zuf�alligen E�ekten und dem linearem Pr�adiktor

�it = h( ~Zit� + bi) mit ~Zit = (O; : : : ; Zit; : : : ;O) mit Zit = (1; xit) :

Sch�atzung der Parametervarianzen

Die Sch�atzung der Varianz wird, wie in Abschnitt 3.2.1 vorgestellt, durch die

Approximation der inversen Fishermatrix mit der Scorefunktion, d. h.

ccov(�̂) � �F SC
��1

mit F SC =
nX
i=1

si(�̂) s
0
i(�̂)

durchgef�uhrt. Ist M die Anzahl der St�utzstellen f�ur die numerische Integra-

tion so gilt:

si(�) � sGHi (�) =
MX
j=1

cGHij (�)
@ ln f(yijdj;�)

@�

=
TX
t=1

MX
j=1

cGHit (�)
�
~Zit ; dj

�0
Ditj(�itj) �

�1
it (�itj) (yit � �it(�itj))

mit �itj =
�
~Zit ; dj

�
�

In den folgenden Abbildungen werden die Ergebnisse der Simulationsstudie

graphisch dargestellt. Dabei wird deutlich, da� die empirischen Standardab-

weichungen

Stemp (�(t)) :=

vuut 1

U � 1

UX
u=1

�
�̂u(t)� ��(t)

�2
bzw.

Stemp (�) :=

vuut 1

U � 1

UX
u=1

�
�̂u � ��

�2
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sehr gut mit den entsprechenden gesch�atzten Standardabweichungen

StSC (�(t)) :=
1

U

UX
u=1

rdvarFSC

�
�̂u(t)

�
bzw.

StSC (�) :=
1

U

UX
u=1

rdvarFSC

�
�̂u
�

�ubereinstimmen. Mit ��(t) = 1
U

UP
u=1

�̂u(t) und ��(t) = 1
U

UP
u=1

�̂u(t) werden die

durchschnittlichen Parametersch�atzungen bezeichnet.

Ergebnisse der Simulationsstudie

In den Abbildungen 4.1 und 4.2 werden f�ur die Parameter �0 und �1 zu jedem

betrachteten Zeitpunkt t = 1; 2; : : : ; 10 alle Parametersch�atzungen in Form

eines Box-Plots eingetragen. Zus�atzlich werden die Modellvorgaben sowie

die empirischen und gesch�atzten Standardabweichungen mit

 

 

 

 

Modellvorgabe
+− empirische Standardabweichung
+− geschätzte Standardabweichung

gekennzeichnet.
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Abbildung 4.1: Simulationsergebnisse f�ur �0(1); �0(2); : : : ; �0(10) im vollen

Modell
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Abbildung 4.2: Simulationsergebnisse f�ur �1(1); �1(2); : : : ; �1(10) im vollen

Modell
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F�ur die zugeh�origen Parametersch�atzungen von � wurden die folgenden durch-

schnittlichen Parameter- bzw. Varianzwerte berechnet.

� �� = 1
U

UP
u=1

�̂u Stemp (�) StSC (�)

2 2.024 0.227 0.214

4.1.2 Lokaler Likelihoodansatz mit zuf�alligen E�ekten

und Gau�-Hermite Integrationstechnik

In diesem Abschnitt werden die Ergebnisse der Parametersch�atzungen beim

Lokalen Likelihoodansatz unter Ber�ucksichtigung von zuf�alligen E�ekten vor-

gestellt, wobei die Gau�-Hermite Integrationstechnik verwendet wird.

Die Sch�atzung von �0 := (� 0; �) und � = (�0(1); �1(1); : : : ; �0(10); �1(10))

erfolgt somit durch ein Generalisiertes Lineares Modell mit zuf�alligen Ef-

fekten und (zeit-)variierenden KoeÆzienten unter Verwendung des Lokalen

Likelihood Ansatzes mit dem linearen Pr�adiktor:

�it = h(Zit�(t) + bi) mit Zit = (1; xit), �(t) = (�0(t); �1(t)) und bi � N (0; Q) :

Es wird das in Abschnitt 3.1.2 vorgestellte Verfahren verwendet, wobei f�ur

die Kernfunktion der Gau�-Kern mit  = 1 und als Startwert �h0i = 2 sowie

f�ur das Abbruchkriterium der Iteration � = 0:05 gew�ahlt wurden.

Sch�atzung der Parametervarianzen

Bei der Parametersch�atzung wird der KoeÆzienten �(t) mit Hilfe der lokalen

Likelihood und den Gewichten des Gau�kerns berechnet, dagegen erfolgte

die Parametersch�atzung von � global, d. h. ohne lokale Gewichtung. Des-

halb mu� bei der Sch�atzung der Varianzen f�ur die Parametersch�atzungen f�ur
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var(�(t)) und var(�) unterschiedliche Verfahren angewendet werden, die in

Abschnitt 3.2.1 vorgestellt wurden.

� Die Lokale Sch�atzung von var(�(t)) erfolgt mit:

cov(�(t); �) =

 
NX
i=1

si(�(t); �) s
0
i(�(t); �)

!�1

und

si (�(t); �) �
TX
s=1

MX
j=1

cGHij (�(t); �) w(s; t)
@ ln f(yisjdj; �(t); �)

@�(t)

=
TX
s=1

MX
j=1

cGHij (�(t); �) w(s; t)
�
Zis ; d

0
j 
Wis

�0
Disj �

�1
isj (yis � �isj) :

� F�ur die globale Sch�atzung von � mit � = (�(1); : : : ; �(T ); �) und ~Zit =

(O; : : : ; Zit; : : : ;O) gilt:

cov(�) =

 
NX
i=1

si(�) s
0
i(�)

!�1

mit

si (�) �
TX
t=1

MX
j=1

cGHij (�)
h
~Zit ; d

0
j 
Wit

i0
Ditj �

�1
itj (yit � �itj) :

F�ur die Sch�atzung der Kovarianz von �(t) bzw. � m�ussen die entsprechenden

Teilmatrizen von cov(�) betrachtet werden.

Ergebnisse der Simulationsstudie

Die Ergebnisse der Simulation werden f�ur jeden betrachteten Zeitpunkt t =

1; 2; : : : ; 10 in Abbildung 4.3 und 4.4 in Form eines Box-Plots eingetragen.
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Mit

 

 

 

 

Modellvorgabe
+− empirische Standardabweichung
+− geschätzte Standardabweichung

werden zus�atzlich die Modellvorgaben sowie die empirischen und gesch�atzten

Standardabweichungen gekennzeichnet.
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Abbildung 4.3: Simulationsergebnisse f�ur �0(1); �0(2); : : : ; �0(10) beim Loka-

len Likelihoodansatz mit zuf�alligen E�ekten und Gau�-Hermite Integrations-

technik und  = 1
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Abbildung 4.4: Simulationsergebnisse f�ur �1(1); �1(2); : : : ; �1(10) beim Loka-

len Likelihoodansatz mit zuf�alligen E�ekten und Gau�-Hermite Integrations-

technik und  = 1

Die Ergebnisse der Parametersch�atzungen von � werden in der folgenden

Tabelle zusammengestellt:

� �� = 1
U

UP
u=1

�̂u

s
1

U�1

UP
u=1

�
�̂u � ��

�2
1
U

UP
u=1

rdvarFSC

�
�̂u
�

2 1.890 0.199 0.202

Die Struktur der zeitvariierenden KoeÆzienten wird bei der Sch�atzung der

Parameterwerte exakt wiedergegben. Da� die Modellvorgaben im Mittel

nicht genau getro�en werden, ist nicht verwunderlich, da beim verwendeten

Algorithmus alle Beobachtungen gewichtet in Abh�angigkeit der verwendeten

Kernfunktion eingehen. Insbesondere sind deshalb zu Beginn (d. h. f�ur
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t = 1 und t = 2) und zum Ende (d. h. f�ur t = 9 und t = 10) die gesch�atzten

Parametervarianzen gr�o�er als in der Mitte des Beobachtungszeitraumes f�ur

t = 4, t = 5 und t = 6, bei denen die gesch�atzten und emirischen Varianzen

sehr gut �ubereinstimmen.

4.1.3 Lokaler Likelihoodansatz mit zuf�alligen E�ekten

und EM-Type Algorithmus

Der Lokale Likelihoodansatz unter Ber�ucksichtigung von zuf�alligen E�ekten

mit Anwendung des EM-Type Algorithmus wurde in Abschnitt 2.1.2 vorge-

stellt. Bei den durchgef�uhrten Simulationsstudien hat sich gezeigt, da� der

EM-Type Algorithmus ein sehr schnelles Verfahren ist, und recht gute Er-

gebnisse liefert, wenn die Standardabweichung der normalverteilten zuf�alligen

E�ekte sehr klein ist (vgl. Hennevogl, 1991).

Es werden jedoch keine guten Sch�atzresultate erzielt, wenn die Standard-

abweichung der zuf�alligen E�ekte nicht sehr klein ist. Deshalb wurden die

Parametervorgaben f�ur �0 und �1 mit

�0 = (�0(1); �0(2); : : : ; �0(10))
0 = (1; 0:9; : : : ; 0:1)0

�1 = (�1(1); �1(2); : : : ; �1(10))
0 = (0:1; 0:2; : : : ; 1)0

identisch zu den Vorgaben der letzten beiden Simulationsstudien, jedoch die

Standardabweichung der normalverteilten zuf�alligen E�ekte mit � =
p
Q =p

0:1, statt mit � = 2 gew�ahlt.

Die Sch�atzung von �0 := (� 0; �) und � = (�0(1); �1(1); : : : ; �0(10); �1(10))

erfolgt durch ein Generalisiertes Lineares Modell mit zuf�alligen E�ekten und

(zeit-)variierenden KoeÆzienten unter Verwendung der lokalen Likelihood

und dem linearen Pr�adiktor:

�it = h(Zit�(t) + bi) mit Zit = (1; xit), �(t) = (�0(t); �1(t)) und bi � N (0; Q)
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Ergebnisse der Simulationsstudie

Die Sch�atzungen der Parameter �0(1); �0(2); : : : ; �0(10) und �1(1); �1(2); : : : ;

�1(10) werden in den Abbildungen 4.5 und 4.6 mit Box-Plots dargestellt. So-

wie in Abbildung 4.7 sind die Sch�atzungen f�ur � dargestellt. Die Sch�atzungen

f�ur � sind nicht zufriedenstellend gesch�atzt worden. Ist die Varianz der

zuf�alligen E�ekte gr�o�er, so werden die Sch�atzungen f�ur den Modellpara-

meter � sehr ungenau. Deshalb werden wir dieses Verfahren nicht bei den

Anwendungsbeispielen im anschlie�enden Kapitel 5 verwenden.
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Abbildung 4.5: Simulationsergebnisse f�ur �0(1); �0(2); : : : ; �0(10) beim Loka-

len Likelihoodansatz mit zuf�alligen E�ekten und EM-Type Algorithmus
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Abbildung 4.6: Simulationsergebnisse f�ur �1(1); �1(2); : : : ; �1(10) beim Loka-

len Likelihoodansatz mit zuf�alligen E�ekten und EM-Type Algorithmus
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Abbildung 4.7: Simulationsergebnisse f�ur � beim Lokalen Likelihoodansatz

mit zuf�alligen E�ekten und EM-Type Algorithmus
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4.2 Bayes-Sch�atzung der zuf�alligen E�ekte

Die Bayes-Sch�atzung der zuf�alligen E�ekte kann mit dem in Abschnitt 2.1.1

vorgestellten Verfahren durchgef�uhrt werden.

In Abbildung 4.8 sind die Simulationsergebnisse f�ur die Bayes-Sch�atzung der

zuf�alligen E�ekte bi dargestellt. Dabei ist ein bin�ares logistisches Modell mit

zuf�alligen E�ekten und dem Modellansatz

E(yitjxit) = exp(�it)

1 + exp(�it)
und �it = �0 + x

(1)
it �1 + x

(2)
it �2 + bi :

gew�ahlt worden.

Bei der Simulation ist die Anzahl der Untersuchungseinheiten N = 100. Die

Anzahl der Me�wiederholungen ist f�ur alle Untersuchungseinheiten konstant

mit ni = 4 festgelegt worden.

Der Regressor x
(1)
i ist bin�ar mit x

(1)
i 2 f0; 1g und x

(2)
i ist metrisch durch

x
(2)
i � N (0; 10) gew�ahlt worden. F�ur alle Me�wiederholungen t = 1; : : : ; 4

sind diese Regressoren nicht ver�andert worden. Damit gilt

(1; x
(1)
i ; x

(2)
i ) := (1; x

(1)
it ; x

(2)
it ) :

Weiter gilt f�ur die zuf�alligen E�ekte bi � N (0; Q) mit Q = �2 = 4.

Die Sch�atzungen dieser E�ekte f�ur 50 Simulationsdurchl�aufe sind in der

obigen Abbildung 4.8 dargestellt. In vier F�allen konnte selbst nach 100

Iterationsschritten kein bi gefunden werden, welches das Abbruchkriterium
jb(neu)i �b(alt)i j

jb(neu)i j � 0:001 erf�ullt. In allen anderen F�allen wurde der Sch�atzwert

nach maximal 8 Iterationen gefunden.

Es ist au�allend, da� sehr gro�e bzw. sehr kleine Simulationsvorgaben von bi

nicht ausreichend gesch�atzt werden. Der QQ-Plot der Simulationsvorgaben

f�ur bi gegen die Quantile der Normalverteilung N (0; 4) in Abbildung 4.9
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Abbildung 4.8: Simulationsergebnisse f�ur �

zeigt, da� die Modellvoraussetzung bi � N (0; 4) in der konkret vorliegenden

Stichprobe nicht exakt gegeben ist.

Dies ist auch der Grund weshalb die Sch�atzung der festen Parameter nicht

exakt mit den Modellvorgaben �ubereinstimmen. Dies wird in Abbildung

4.10 verdeutlicht, in dem die Kerndichtesch�atzungen f�ur die festen Parameter

�0, �1 und �2 sowie die aufsteigend sortierten Parametersch�atzungen f�ur �

dargestellt werden.
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Kapitel 5

Anwendungsbeispiele

Es werden zun�achst zwei aus dem medizinischen Umfeld stammende Anwen-

dungssbeipiele f�ur Poissonmodelle vorgestellt. Anschlie�end wird auf zwei

Beispiele f�ur Verweildauermodelle aus dem sozial-�okonomischen bzw. aus

dem medizinischen Bereich eingegangen.

In allen Studien werden die relevanten Merkmale der gleichen Personen zu

verschiedenen Zeitpunkten untersucht, so da� es sich aus statistischer Sicht

um Me�wiederholungen an den gleichen Beobachtungseinheiten im Zeitver-

lauf handelt. Durch die Verwendung von variierenden KoeÆzienten kann

dieser zeitliche Einu� untersucht werden, und durch die Aufnahme der

zuf�alligen E�ekte wird sowohl die Datenstruktur der Me�wiederholungen als

auch der individuenspezi�sche Einu� ber�ucksichtigt.
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5.1 Poissonmodelle

5.1.1 Emesis Datensatz

Datenbeschreibung

H�au�ge Nebenwirkungen der Chemotherapie sind �Ubelkeit und Erbrechen

(Emesis), die nach Angaben der Patienten subjektiv als die am meisten be-

lastende Nebenwirkung empfunden wird.

Durch eine neue Art von Medikamenten sollen diese Nebenwirkungen verrin-

gert werden. Die 122 Patientinnen der vorliegenden Studie (Dietz & B�ohning,

1994) mit gyn�akologischen Tumoren wurden alle mit einer Chemotherapie in

Kombination mit einem anti-emetischen Wirksto� behandelt. Es wurden

dabei zwei unterschiedliche Wirsto�e verwendet. Mit Medikament 1 (Med 1)

wurden 70 und mit Medikament 2 (Med 2) wurden 52 Patientinnen behandelt.

Das Emp�nden der �Ubelkeit einer Patientin objektiv zu messen ist sehr

schwierig. Einfacher ist, es die Anzahl der Erbrechungsanf�alle pro Tag zu

z�ahlen, wobei wiederholtes Erbrechen in einer kurzen Zeitspanne als ein

Anfall gewertet wird. Der Zusammenhang zwischen der Anzahl der Erbre-

chungsanf�alle und dem subjektiven Emp�nden der �Ubelkeit ist o�ensichtlich

gegeben, so da� in dem hier vorgeschlagenen Modell die Zielgr�o�e die Anzahl

der Erbrechungsanf�alle pro Tag ist.

Es ist sinnvoll, die Patientinnen �uber mehrere Tage zu beobachten, um sicher-

zustellen, da� ein neues Anti-Emetikum eventuell nicht nur zu einer zeitlichen

Verz�ogerung der Emesis f�uhrt. Die Patientinnen in dieser Studie wurden nach

der Anzahl der Erbrechungsanf�alle pro Tag am Therapietag selbst (t = 1)

und an den n�achsten f�unf folgenden Tagen (t = 2; : : : ; t = 6) befragt.

Als weitere prognostische Faktoren wurde das Alter der Patientinnen (age)

und die Information, ob dies die erste Chemotherapie (Zyk 1 = 1) oder eine
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weitere Chemotherapie (Zyk 1 = 0) ist, ber�ucksichtigt.

Modellansatz

Die Zielgr�o�e, d. h. die Anzahl der t�aglichen Erbrechungsanf�alle, wurde als

eine poissonverteilte Zufallsvariable gew�ahlt. Es wurde der Modellansatz

E
�
yitjxMed 1; xMed 2; xage; xZyk 1

�
= exp

�
xMed 1
it + xMed 2

it + ln(xageit ) + x
Zyk 1

it + bi
�

mit bi
iid� N (0; �2) verwendet. Der lineare Pr�adiktor des Modells enth�alt kei-

nen Interzept, damit der Einu� der unterschiedlichen Medikamente, d. h.

die Parameterwerte von (Med 1), bzw. (Med 2) direkt interpretiert werden

k�onnen.

Das verwendete Modell ist ein Generalisiertes Lineares Modell mit zuf�alligen

E�ekten und zeitvariierenden KoeÆzienten. Als Modellansatz wird der zen-

trale Ansatz dieser Arbeit, der Lokale Likelihoodansatz unter Ber�ucksichti-

gung von zuf�alligen E�ekten verwendet, wobei die Berechnung mit Hilfe der

Gau�-Hermite Integrationstechnik durchgef�uhrt wird.

In diesem Anwendungsbeispiel werden wir auf die Wahl des Gl�attungspa-

rameters der Kernfunktion eingehen. Dabei werden verschiedene Optima-

lit�atskriterien bez�uglich der Wahl des Gl�attungsparameters angewendet und

f�ur unterschiedliche Gl�attungsparameters die Ergebnisse gegen�ubergestellt.

Ergebnisse

Die Aufgabenstellung der Studie ist die Unterschiede der beiden Medikamen-

te hinsichtlich der Emetogenit�at zu beurteilen. Wie die folgende Darstellung

5.1 zeigt, ist die Anzahl der Erbrechungsanf�alle im gesammten Zeitverlauf

bei der Einnahme von Medikament 2 geringer als bei Medikament 1.

Neben dem Zeitverlauf der Parametersch�atzungen, werden auch die Kurven

der punktweisen Fehlerb�ander gezeigt. Letzter ergeben sich aus der Addi-
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tion, bzw. Subtraktion der Parametersch�atzwerte und den entsprechenden

Varianzen der Parametersch�atzungen.

Times

 

-2
0

2
4

t = 1 t = 2 t = 3 t = 4 t = 5 t = 6

Med 1
Med 2

gamma =  1

Abbildung 5.1: Vergleich der Parametersch�atzungen von Med 1 und Med 2

Es wurde der Gl�attungsparameter mit  = 1, d. h. der optimale Gl�attungs-

parameter nach dem Kreuzvalidierungskriterium mit Kullback-Leibler Ver-

lustfunktion, gew�ahlt.

Bevor wir auf den Einu� des Alters und des Therapiezyklusses eingehen,

stellen wir die Ergebnisse der Kreuzvalidierung f�ur die Wahl des Gl�attungs-

parameters vor.

Wahl und Einu� des Gl�attungsparameters

Die Wahl des Gl�attungsparameters wurde mit Kreuzvalidierung, die in Ab-

schnitt 2.2.2 bei der Einf�uhrung des Lokalen Likelihoodansatzes vorgestellt

wurde, durchgef�uhrt. Der optimale Gl�attungsparameter ist der Parameter,

der im Minimum der Verlustfunktion liegt. Wie in Abbildung 5.2 zu sehen

ist, wird der optimale Gl�attungsparameter durch Kreuzvalidierung bei Ver-

wendung der Quadratischen bzw. der Poisson-Verlustfunktion mit  = 1:5,

dagegen bei der Kullback-Leibler Verlustfunktion mit  = 1 bestimmt.

73



 

 

 

 

Regressoren:
 
Med 1, Med 2, Age, Zyk 1

Emesis Datensatz

•

•
•

•
• •

•

•

•

•

•

gamma

C
V

(g
am

m
a)

1 2 3 4 5

3.
0

3.
1

3.
2

3.
3

Quadratische Verlustfunktion

•

•
• •

•
•

•
•

•

•

•

gamma

C
V

(g
am

m
a)

1 2 3 4 5

0.
11

5
0.

12
5

0.
13

5
0.

14
5

Kullback-Leibler Verlustfunktion

•

•

•
• • • •

•
•

• •

gamma

C
V

(g
am

m
a)

1 2 3 4 5

1.
2

1.
6

2.
0

2.
4

Pearson Verlustfunktion

Abbildung 5.2: Wahl des Gl�attungsparameters durch Kreuzvalidierung

Durch die Bestimmung des optimalen Gl�attungsparameters mit Kreuzvali-

dierung durch eine der oben genannten Verlustfunktionen wird sichergestellt,

da� die Struktur der zeitabh�angigen KoeÆzienten erkennbar ist. Es wird

jedoch �uber starke zeitliche Variation in den Daten gegl�attet, damit der zeit-

liche Trend optimal zu erkennen ist.

Wird ein Parameterwert f�ur den Gl�attungsparameter gew�ahlt, der deutlich

gr�o�er als der optimale Gl�attungsparameter ist, ist die relevante zeitabh�angige

Struktur nicht mehr erkennbar. W�ahlt man dagegen einen Parameterwert

f�ur den Gl�attungsparameter, der kleiner als der optimale Gl�attungsparameter
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ist, l�a�t sich die den Daten zugrundeliegende Struktur genauer analysieren.

Aus diesem Grund werden im folgenden die Parametersch�atzungen mit dem

Gl�attungsparameter  = 0:5 und  = 1:5 in den Abbildung 5.3 und 5.4

dargestellt.
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Abbildung 5.3: Parametersch�atzungen mit  = 0:5

In dieser Studie hatten Patientinnen mit der ersten Chemotherapiebehand-

lung weniger Erbrechungsanf�alle als Patientinnen mit zwei oder mehr Be-

handlungen.

Am zweiten Tag nach der Behandlung (t = 3) war die Anzahl der Anf�alle

jedoch gleich. Da die obere Grenze des Kon�denzbandes auch an den ande-
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Abbildung 5.4: Parametersch�atzungen mit  = 1:5

ren Tagen oberhalb der Null-Linie liegt, ist an allen Tagen der Einu� des

Therapiezyklusses nicht signi�kant von Null verschieden.

Bei j�ungeren Patientinnen waren die Erbrechungsanf�alle h�au�ger. Auch die-

ser E�ekt ist nicht signi�kant, da bei dem optimalen Gamma, d. h.  = 1:5

die Null-Linie �uberhalb des Kon�denzbandes liegt.

Die punktweisen Kon�denzintervalle f�ur  = 1:5 sind zum Teil an den R�andern

untypisch schm�aler, als in der Mitte des Beobachtungszeitraumes.

Betrachtet man die Ergebnisse der Parametersch�atzungen mit  = 0:5, so
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erkennt man, da� �uber eine gro�e \zackenartige" Variation der Parameter-

sch�atzungen gegl�attet wurde und deshalb die Kon�denzintervalle sehr breit

sind.

5.1.2 Epileptic Datensatz

Datenbeschreibung

In Thall & Vail (1990) und Breslow & Clayton (1993) sowie in Diggle, Liang

& Zeger (1994) werden die Ergebnisse aus eine klinischen Studie vorgestellt,

bei der 59 Patienten, die an epileptischen Anf�allen leiden, zus�atzlich zur

Standardbehandlung entweder ein neues Medikament oder ein Placebo ver-

abreicht wurde. Die Patienten haben sich ab Beginn der Behandlung viermal,

jeweils nach zwei Wochen, in der Klinik vorgestellt.

Die Daten liegen in der Form (yit; xit) mit i = 1; : : : ; 59 (Personen) t =

1; : : : ; 4 (Me�wiederholungen) vor. Dabei ist yit die Anzahl der epileptischen

Anf�alle der i-ten Person in einem zweiw�ochigen Intervall vor dem t-ten Arzt-

besuch. F�ur den Regressorenvektor xit = xi = (1; xTreati ; xBasei ; x
Age
i ) der

i-ten Person gilt xTreat = 0, wenn keine zus�atzliche Behandlung (Placebo)

bzw. xTreat = 1, wenn die Behandlung mit dem neuen Medikament erfolgt

ist. Der BASELINE xBase stellt die patientenspezi�sche Anzahl der epilepti-

schen Anf�alle dar und ist die logarithmierte Anzahl der epileptischen Anf�alle

vor Beginn der neuen Behandlungsmethode innerhalb eines Zeitraumes vom

8 Wochen.

Modellans�atze

Im folgenden werden die Ergebnisse verschiedener Modellans�atze vorgestellt,

wobei jeweils ein Poissonmodell verwendet wurde. In den Tabellen werden
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neben den Parametersch�atzungen auch die zugeh�origen Standardabweichun-

gen angegeben.

Beim ersten Modellansatz werden keine variierenden KoeÆzienten und keine

zuf�allige E�ekte verwendet.

�0 �Treat �Base �Age

-3.85 (0.39) -0.04 (0.05) 1.22 (0.03) 0.52 (0.1)

Der obige Modellansatz kann durch Ber�ucksichtigung von zuf�alligen E�ekten

erweitert werden und man erh�alt die folgenden Parametersch�atzungen.

�0 �Treat �Base �Age �

-4.54 (0.39) -0.25 (0.04) 1.28 (0.03) 0.74 (0.09) 0.6735 (0.031)

Im n�achsten Schritt werden neben der Aufnahme von zuf�alligen E�ekten

auch zeitvariierende KoeÆzienten betrachtet. Dabei werden drei verschie-

dene Ans�atze f�ur die zeitvariierenden KoeÆzienten verwendet. Beim ersten

Ansatz wird der Marginale Likelihoodansatz verwendet, beim zweiten die

Polynomiale Regression mit einem Polynom 3. Grades. Bei diesem Ansatz

k�onnen keine Standardabweichungen f�ur die Parametersch�atzungen angege-

ben werden, da die approximierte Fishermatrix aus numerischen Gr�unden

nicht invertiert werden kann. Beim zuletzt betrachteten Modell wird der

Lokale Likelihoodansatz mit  = 0:1 verwendet.

Obwohl die drei Modellans�atze aufgrund der unterschiedlichen Ber�ucksich-

tigung des zeitlichen Einusses zu verschiedenen Parametersch�atzungen f�ur

die zeitabh�angigen KoeÆzienten f�uhren, lassen sich die gleichen Tendenzen

erkennen. Damit ist die qualitative Aussage der Parametersch�atzungen in
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allen drei Modellen gleich. Insbesondere wird der zeitunabh�angige individu-

enspezi�sche Einu� der zuf�alligen E�ekte in allen Modellen gleich gesch�atzt.

Volles Modell

�0
t �Treatt �Baset �

Age
t �

t=1 -6.13 (0.66) -0.23 (0.1) 1.40 (0.05) 1.1 (0.16)

t=2 -2.79 (1.19) -0.19 (0.11) 1.13 (0.09) 0.38 (0.34) 0.67 (0.04)

t=3 -4.99 (0.63) -0.25 (0.09) 1.33 (0.10) 0.83 (0.15)

t=4 -4.03 (0.94) -0.36 (0.16) 1.25 (0.08) 0.61 (0.26)

Polynomiale Regression

�0
t �Treatt �Baset �

Age
t �

t=1 -6.13 -0.23 1.40 1.1

t=2 -2.79 -0.19 1.13 0.38 0.67

t=3 -4.99 -0.25 1.33 0.83

t=4 -4.03 -0.36 1.25 0.61

Lokaler Likelihoodansatz

�0
t �Treatt �Baset �

Age
t �

t=1 -4.03 (0.55) -0.32 (0.06) 1.18 (0.04) 0.64 (0.14)

t=2 -0.79 (0.94) -0.25 (0.09) 0.91 (0.06) -0.05 (0.28) 0.61 (0.04)

t=3 -2.94 (0.55) -0.33 (0.05) 1.11 (0.06) 0.38 (0.13)

t=4 -2.04 (0.69) -0.43 (0.10) 1.03 (0.06) 0.17 (0.19)
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5.2 Verweildauermodelle

5.2.1 Dauer der Arbeitslosigkeit

Datensatzbeschreibung

Bei diesem Anwendungsbeispiel werden Daten des SOEP (Sozio-�okonomisches

Panel (Hanefeld, 1987)) analysiert. Betrachtet werden insgesamt 1.188 Per-

sonen mit deutscher Staatsangeh�origkeit aus den alten Bundesl�andern, die

in den Jahren 1983-1992 arbeitslos gemeldet waren. Als Einu�gr�o�en wird

das Alter der Person zu Beginn der Arbeitslosigkeit sowie das Geschlecht

aufgenommen.

Modellansatz

Die Dauer der Arbeitslosigkeit (in Monaten) wird durch ein Verweildauer-

modell mit der Hazardrate

�(tjxit) = P (T = tjT � t; xit) =
exp(�it)

1 + exp(�it)

und dem linearen Pr�adiktor

�it = x0it�(t) + bi

modelliert. Der eindimensionale zuf�allige E�ekt bi modelliert den perso-

nenspezi�schen Einu�. Der Regressorenvektor x einh�alt neben dem Inter-

zept als weitere Einu�gr�o�en das Alter und das Geschlecht, d. h. es ist

x0it = (1; xSEXi ; xAGEi ). Das Geschlecht ist bin�ar kodiert mit xSEX = 1 f�ur

Frauen und xSEX = 0 f�ur M�anner. Die metrische Gr�o�e des Alter zu Beginn

der Arbeitslosigkeit geht mit xAGE = (AGE � 35) in das Modell ein.

Wir verwenden den Modellansatz f�ur Regressionssplines mit kubisch-linearem

Verlauf. Durch den kubischen Verlauf kann die Variabilit�at am Anfang der

Arbeitslosigkeit sehr gut modelliert werden. Da insbesondere f�ur t > 20 nur
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noch sehr wenige Beobachtungen vorliegen, k�onnen durch die Verwendung

des linearen Funktionsansatzes Sch�atzprobleme vermieden werden.

Ergebnisse

In der folgenden Abbildung 5.5 werden die Ergebnisse des kubisch-linearen

Regressionsansatzes mit der Knotenwahl � = 18 dem Lokalen Likelihoodan-

satzes gegen�ubergestellt.

In beiden Ans�atzen werden ungef�ahr die gleichen zeitabh�angigen Tendenzen

aufgezeigt, solange die Arbeitslosigkeit nicht mehr als 18 Monate andauert.

Da nach diesem Zeitpunkt die Datenbasis sehr d�unn ist, sollen die Parame-

tersch�atzung f�ur t > 20 nicht interpretiert werden.

Es wird jedoch auch deutlich, welchen Vorteil der exible Ansatz der Lokalen

Likelihood im Gegensatz zur kubisch-linearen Regressions bietet. Zum Bei-

spiel kann der zeitabh�angige Verlauf des KoeÆzienten SEX nicht ad�aquat

durch eine kubisch-lineare Funktion ausgedr�uckt werden.

Das Minimum des kubischen Verlaufes zum Zeitpunkt t = 6 mit dem Pa-

rametersch�atzwert �2, entspricht nicht dem zeitabh�angigen Verhalten des

KoeÆzienten SEX. Denn betrachtet man den Verlauf dieses KoeÆzien-

ten beim Lokalen Likelihood Ansatz, so werden hier zwei lokale Minima bei

t = 6 und t = 14 und vor allem ein globales Minimum f�ur t = 24 aufgezeigt.

Diese zeitabh�angige Struktur kann nicht durch einen kubisch-linearen Ver-

lauf dargestellt werden, so da� das Minimum des KoeÆzienten SEX beim

kubisch-linearen Regressionsansatz nicht durch die Datenstruktur, sondern

durch durch den parametrischen Modellansatz bedingt wird.
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Abbildung 5.5: Parametersch�atzungen mit kubisch-linearem Regressionsan-

satz (links) und Lokalem Likelihoodansatz (rechts)

5.2.2 Magenkrebsstudie

Datensatzbeschreibung

Der Datensatz eine Magenkrebsstudie (Fahrmeir, 1994) enth�alt die �Uber-

lebenszeiten (in Monaten) von 90 Patienten einer Magenkrebsstudie. Die

Patienten wurden mit einer Chemotherapie bzw. mit einer kombinierten

Therapieform behandelt. Durch die Studie soll der Einu� der Therapiefor-

men im Zeitverlauf untersucht werden.
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Modellansatz

Wie bereits im vorherigen Beispiel betrachten wir ein Verweildauermodell

mit der Hazardrate

�(tjxit) = P (T = tjT � t; xit) =
exp(�it)

1 + exp(�it)

und dem linearen Pr�adiktor

�it = �0(t) + x0it�TREATMENT(t) + bi :

Der personenspezi�schen Einu� wird durch den eindimensionale zuf�allige

E�ekt bi ber�ucksichtigt. Neben der Therapieform werden keine weiteren

Einu�gr�o�en betrachtet. Der Einu� der Therapie ist mit x = 0 f�ur die

Chemotherapie und mit x = 1 f�ur die kombinierte Therapieform codiert.

Da in diesem Beispiel die �Uberlebensraten der Patienten untersucht werden,

liegen gegen Ende des Beobachtungszeitraumes nur noch wenige Datens�atze

vor. Wir betrachten im folgenden Modelle, die diese Struktur ber�ucksichtigen.

Beim Lokalen Likelihood Ansatz verwenden wir den Gau�kern und w�ahlen

den Gl�attungsparameter in Abh�angigkeit der Anzahl, der unter Risiko ste-

henden Personen, mit

t =
1p
nt

 :

Dadurch wird gegen Ende des Beobachtungszeitraumes, in dem nur noch

wenige Beobachtungen vorhanden sind, eine gr�o�ere Fensterbreite gew�ahlt

als zu Beginn.

Wir vergleichen die Ergebnisse mit dem Modellansatz durch kubisch-lineare

Regression. Dabei betrachten wir sowohl eine kubische Funktion, die linear

fortgesetzt wird, als auch den Fall wenn zwei oder drei st�uckweise kubische

Funktionen linear fortgesetzt werden.
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In den folgenden Abbildungen sind die Hazardraten mit den B�andern der

punktweisen Standardabweichungen f�ur die beiden Behandlungsarten einge-

zeichnet. Die Hazardraten der Patienten, die mit der kombinierten Therapie-

form behandelt wurden (durchgezogene Linie), sind zun�achst h�oher, jedoch

nach 2 Jahren ist ein gegenteiliger E�ekt zu beobachten.

Beim Ansatz der Regressionssplines wurden ein, zwei und drei st�uckweise

kubische Funktionen mit einer linearen Funktion fortgesetzt. Die Stellen der

Knoten sind durch senkrechte Linien gekennzeichnet.
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Abbildung 5.6: Hazardraten beim Lokalen Likelihood Ansatz
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Abbildung 5.7: Hazardraten beim Regressionsspline ohne Ber�ucksichtigung

von zuf�alligen E�ekten
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Abbildung 5.8: Hazardraten beim Regressionsspline mit Ber�ucksichtigung

von zuf�alligen E�ekten
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Kapitel 6

Anhang

6.1 EM-Algorithmus mit direkter

Gau�-Hermite Integrationstechnik

In diesem Abschnitt geben wir einige technische Details f�ur das verwendete

Verfahren des EM-Algorithmus mit direkter Gau�-Hermite Integrationstech-

nik an.

6.1.1 Numerische Integration mit Gau�-Hermite

Ist ein Integral der FormZ
h(x) dx; mit h(x) = f(x) � g(x)

nicht analytisch l�osbar, so kann es durch numerische Integration (Crourch &

Spiegelman, 1990) approximiert werden. Wir beschr�anken uns im folgenden

zun�achst auf die Darstellung eines eindimensionalen Integrales, um die No-

tation �ubersichtlicher zu gestalten.
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Bei der numerischen Integration wird das Integral durch eine gewichtete Sum-

me approximiert:Z
R

h(x) dx =

Z
R

f(x) � g(x) dx �
MX
j=1

f(xj) � gj :

Dabei bezeichnen gj die Gewichte, xj die St�utzstellen sowie M die Anzahl

der St�utzstellen f�ur die numerische Integration.

In unserem Fall entspricht g(x) der Standardnormalverteilung, d. h. die

betrachtete Funktion hat die Form

h�(x) = f(x) � 1p
2�

exp

�
�x

2

2

�
:

F�ur die Anwendung der Gau�-Hermite Integration (Abramowitz & Stegun,

1972), die Funktionen der Form

hgh(x) = f(x) � expf�x2g

behandelt, m�ussen die Gewichte und St�utzstellen transformiert werden. Des-

halb substituieren wir z = xp
2
bzw. dx =

p
2 dz und erhalten

Z
R

h�(x) dx =

Z
R

f(x)
1p
2�

exp

�
�x

2

2

�
dx

=

Z
R

1p
2�

p
2 exp(�z2) f(

p
2z) dz

�
MX
j=1

1p
�
gj f(

p
2xj) :

Die Gewichte gj und die St�utzstellen xj der Gau�-Hermite Integration, welche

tabellarisiert vorliegen, werden mit vj =
1p
�
gj und dj =

p
2 xj transformiert,
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so da� das Integral mit Z
R

h�(x) dx �
MX
j=1

vj f(dj)

approximiert wird.

Die �Ubertragung auf den mehrdimensionalen Fall erfolgt analog und wir er-

halten Z
Rq

h�(x) dx �
MX
j=1

vj f(dj) mit x = (x1; : : : ; xq)
0

Dabei ist j 2 fj1; : : : ; jqg ein Multiindex. Es wird insgesamt �uber M =

M1 � : : : � Mq St�utzstellen approximiert. Die Gewichte vj = (vj1; : : : ; vjq)

und die zugeh�origen St�utzstellen dj = (dj1; : : : ; djq) sind Elemente aus den

Kartesischen Produkten

vj 2 V1 � � � � � Vq bzw. dj 2 D1 � � � � �Dq :

Dabei ist Vl = fv1; : : : ; vMl
g die Menge der transformierten Gewichte und

Dl = fd1; : : : ; dMl
g die Menge der transformierten St�utzstellen bei der Wahl

von Ml St�utzstellen f�ur l = 1; : : : ; q.

Das bedeutet, da� die Anzahl der St�utzstellen bei mehrdimensionalen Inte-

gralen sehr gro� wird. Soll z. B. ein dreidimensionales Integral approximiert

werden, wobei in jeder Dimension 10 St�utzstellen verwendet werden, so wer-

den insgesamt 10 � 10 � 10 = 1000 St�utzstellen verwendet.

6.1.2 Sch�atzung der festen Parameter

Die Sch�atzung der festen Parameter erfolgt durch den EM-Algorithmus unter

Verwendung der oben beschriebenen Gau�-Hermite Integrationstechnik.
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Dichte

Die Beobachtungseinheiten yi = (yi1; : : : ; yini) sind f�ur i = 1; : : : ; N , gegeben

�, Q und b1; : : : ; bN , bedingt unabh�angig. Damit gilt f�ur die Dichte von

Y = (y1; : : : ; yN)
0

f(Y jb1; : : : ; bN ; �) =
NY
i=1

f(yijbi; �) mit f(yijbi; �) =
niY
t=1

f(yitjbi; �) :

Die Sch�atzung der Parameter � und Q kann durch Maximierung der Margi-

nalen Log-Likelihood

l(�;Q) =
NX
i=1

lnLi(�;Q) mit Li(�;Q) =

Z
f(yijbi; �) p(bi; Q) dbi

durchgef�uhrt werden. Dabei bezeichnet p(bi; Q) die Dichte von bi, die als

normalverteilt vorausgesetzt wurde.

Das Integral �uber diese Mischungsdichte kann nur f�ur einige Spezialf�alle ana-

lytisch gel�ost werden, so da� f�ur die L�osung des Integrales numerische Ver-

fahren verwendet werden.

Bevor diese Verfahren angewendet werden k�onnen, wird der Modellansatz

f�ur den linearen Pr�adiktor

�it = Zit� +Witbi

umparametrisiert.

Umparametrisierung des Linearen Pr�adiktors

F�ur die zuf�alligen E�ekte bi hatten wir vorausgesetzt, da� bi
iid� N (0; Q) gilt.

Da Q eine Kovarianzmatrix ist, also positiv de�nit ist, l�a�t sich Q durch

die Cholesky-Zerlegung in Q = Q1=2QT=2 zerlegen, wobei Q1=2 eine untere
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Dreiecksmatrix ist und QT=2 die dazu transponierte obere Dreiecksmatrix.

Die obere Dreiecksmatrix Q1=2 l�a�t sich vektorisieren mit:

� = (q11; : : : ; q1r; q22; : : : ; q2r; : : : ; qrr)
0 mit

0BB@
q11 q12 : : : q1r

0 q22 : : : q2r
... : : :

. . . qrr

1CCA = Q1=2 :

Der Vektor � = vec(Q1=2) enth�alt nur die KoeÆzienten aus Q1=2, welche

nicht nach Konstruktion von Q1=2 gleich 0 sind. Ist � bekannt, so ist auch

die Kovarianzmatrix Q eindeutig bestimmt.

Mit der Umparametrisierung bi = Q1=2ai und ai
iid� N (0; I) ; erhalten wir

Wit bi =WitQ
1=2 ai = [a0i 
Wit] �

unter Verwendung des Kroneckerproduktes 
.

Damit folgt f�ur den linearen Pr�adiktor

�it = [Zit ; a0i 
Wit] �

mit � =

 
�

�

!
und ai

iid� N (0; I).

Diesen Modellansatz f�ur den linearen Pr�adiktor werden wir im folgenden

verwenden, denn er hat zwei entscheidende Vorteile. Zum einen wurde der

lineare Pr�adiktor in die �ubliche Form eines linearen Modells �uberf�uhrt. Durch

eine Sch�atzung von � erh�alt man Sch�atzer f�ur die beiden festen Parameter �

und Q. Der zweite Vorteil ist, da� in der Mischungsdichte von Y die Dichte

p(bi; Q), welche eine normalverteilte Dichte mit unbekannter Kovarianz ist,

durch eine standardnormalverteilte Dichte, d. h. durch p(ai; I) ersetzt wer-

den kann.
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Sch�atzung von � und Q

Das Modell �it = Zit� +Witbi mit bi � N (0; Q) liegt nach der Parametrisie-

rung in der Form:

�it = [Zit ; a
0
i 
Wit] � mit ai

iid� N (0; I)

mit � =

 
�

�

!
und � = vec(Q1=2) mit Q = Q1=2QT=2 vor.

Falls die ai bekannt sind, ist das Problem ein gew�ohnliches Generalisier-

tes Lineares Modell. Da dies aber nicht der Fall ist, wenden wir den EM-

Algorithmus an.

Der EM-Algorithmus, der auch Grundlage des EM-Type Algorithmus ist,

der in Abschnitt 2.1.2 auf Seite 25 vorstellt wurde ist ein iteratives Verfahren

(Dempster, Laird & Rubin, 1977; Little & Rubin, 1987; McLachlan & Kris-

hnan, 1997; Sundberg, 1974) f�ur die Bestimmung eines Maximum Likelihood

Sch�atzers in unvollst�andigen Datensituationen. Der Algorithmus besteht in

jedem Iterationsschritt aus einem Expectation-Schritt (E-Schritt) und einem

Maximizing-Schritt (M-Schritt).

E-Schritt: (Berechnung des bedingten Erwartungswertes)

M(�j�hki) = E
�
ln f(Y;Aj�) j Y; �hki	

mit Y =

0BB@
y1
...

yN

1CCA und A =

0BB@
a1
...

aN

1CCA.
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Anschlie�end wird diese Log-Likelihood im M-Schritt maximiert, um einen

neuen Sch�atzer �hp+1i f�ur � zu erhalten.

M-Schritt: (Maximierung von M(�; �hki))

@M(�; �hki)
@�

= 0

Im EM-Algorithmus wird im E-Schritt der bedingte Erwartungswert

M(�j�hki) = E
�
ln f(Y;Aj�) j Y; �hki	

mit Y =

0BB@
y1
...

yN

1CCA und A =

0BB@
a1
...

aN

1CCA berechnet.

Da wir im M-Schritt diesen Erwartungswert bez�uglich � maximieren wollen,

sind f�ur uns konstante Terme oder Terme, die von � unabh�angig sind, ohne

Bedeutung.

Zun�achst ist

M(�j�hki) = E
�
ln f(Y;Aj�) j Y; �hki	

=

Z
ln f(Y;Aj�) f(AjY; �hki) dA :

Der erste Term des obigen Integrals lautet
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ln f(Y;Aj�) = ln (f(Y jA; �) g(A))

=
NX
i=1

ln f(yijai; �) +
NX
i=1

ln g(ai);

wobei
NP
i=1

ln g(ai) unabh�angig von � ist.

F�ur den zweiten Term ist

f(AjY; �hki) =
f(Y;Aj�hki)
f(Y j�hki)

=
f(Y jA; �hki) g(A)R
f(Y jA; �hki) g(A) dA

=

NQ
i=1

f(yijai; �hki)
NQ
i=1

g(ai)

NQ
i=1

R
f(yijai; �hki) g(ai) dai

:

Der Nenner, der von � abh�angt, ist eine Konstante, die f�ur die Maximierung

nicht ber�ucksichtigt werden mu�.

Die zu maximierende Funktion l�a�t sich nun vereinfachen zu

~M(�j�hki) =
NX
i=1

Z
ln f(yijai; �) f(yijai; �hki) g(ai) dai :

Durch Gau�-Hermite Integration wird das Integral durch folgende Summe

approximiert

~M(�; �hki) �MGH(�; �hki) =
NX
i=1

MX
j=1

ln f(yijdj; �) vj f(yijdj; �hki)
MP
s=1

vj f(yijds; �hki)
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Die Gewichte vj und die St�utzstellen dj sind die transformierten Gewichte

bzw. St�utzstellen der Gau�-Hermite Integration, wie sie im vorherigen Ab-

schnitt de�niert wurden.

Wir de�nieren

cij =
vj f(yijdj; �hki)

MP
s=1

vs f(yijds; �hki)

und maximieren im M-Schritt MGH(�j�hki), durch Nullsetzen der Ableitung

MGH(�j�hki), d. h.

@MGH(�j�hki)
@�

=
NX
i=1

MX
j=1

cij
@ ln f(yijdj; �)

@�

!
= 0

Da � = (�; �)0 ist, folgt @ ln f(yijdj ;�)
@�

=

0BB@
@ ln f(yijdj ;�)

@�

@ ln f(yijdj ;�)
@�

1CCA und damit entspricht

@MGH(�j�hki)
@�

der Scorefunktion dem mit cij gewichtete GLM:

�itj =
�
Zit ; d

0
j 
Wit

�  �

�

!

mit h(�itj) = E(yit) f�ur j = 1; : : : ;M .

Die Parameter � und � werden mit einem gewichteten GLM gesch�atzt, wo-

bei die Designmatrix
�
Zit ; d

0
j 
Wit

�
neben den Regressoren auch noch die

St�utzstellen f�ur die Gau�-Hermite Integration enth�alt.

Die Responsematrix wird mit yitj = yit f�ur j = 1; : : : ;M entsprechend an-

gepa�t. Jede Beobachtung yitj wird f�ur t = 1; : : : ; ni bei der Sch�atzung des
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GLM's mit

cij = cij(�
hki) =

vj f(yijdj; �hki)
MP
s=1

vs f(yijds; �hki)

gewichtet.
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6.2 EM-Type Algorithmus

6.2.1 Blockdiagonalgestalt der Fishermatrix

Da beim EM-Type Algorithmus die Fishermatrix in Blockdiagonalgestalt

vorliegt, kann diese Struktur f�ur die Parametersch�atzung mit dem Fisher-

Scoring Algorithmus ausgenutzt werden.

Mit

F�� =

2664
F�1�1 O

. . .

O F�T �T

3775 und F�bi =

2664
F�1bi
...

F�T bi

3775 = F 0
bi�

folgt:

F (Æ)hpi =

2666664
F�� F�b1 � � � F�bN

Fb1� Fb1b1 O

...
. . .

FbN� O Fbnbn

3777775
Ist Æhp+1i = Æhpi +4Æhpi; so folgt beim Fisher-Scoring Algorithmus:

Æhp+1i = Æhpi + F�1
�
Æhpi
�
s
�
Æhpi
�
;

da� s
�
Æhpi
�
= F

�
Æhpi
� 4Æhpi gilt.

Da die Fishermatrix Blockdiagonalgestalt hat, gilt

s
�
�hpi
�
= F�� 4�hpi +

NX
i=1

�
F�bi 4b

hpi
i

�
s
�
b
hpi
i

�
= Fbi� 4�hpi + Fbibi 4b

hpi
i
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Au�osen der 2. Gleichung nach 4b
hpi
i f�uhrt zu

4b
hpi
i = F�1

bibi

n
s
�
b
hpi
i

�
� Fbi� 4�hpi

o
und mit Einsetzen von 4b

hpi
i in die 1. Gleichung folgt

s
�
�hpi
�
= F�� 4�hpi +

NX
i=1

�
F�bi F

�1
bibi

n
s
�
b
hpi
i

�
� Fbi� 4�hpi

o�
= F�� 4�hpi +

NX
i=1

�
F�bi F

�1
bibi

s
�
b
hpi
i

��
�4�hpi

NX
i=1

�
F�bi F

�1
bibi

Fbi�
�
:

So da� f�ur 4�hpi gilt:

4�hpi =

(
F�� �

NX
i=1

�
F�bi F

�1
bibi

Fbi�
�)�1 (

s
�
�hpi
�� NX

i=1

�
F�bi F

�1
bibi

s
�
b
hpi
i

��)
:
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Zusammenfassung

In vielen Studien werden die Beobachtungseinheiten �uber einen l�angeren Zeit-

raum betrachtet. Es liegt somit einerseits eine gruppen- und/oder individu-

enspezi�sche Datenstruktur vor und andererseits mu� auch ein m�oglicher

zeitlicher Einu� ber�ucksichtigt werden. In dieser Arbeit wurden verschiede

Modellans�atze vorgestellt, die den gruppen- bzw. individuenspezi�schen Ein-

u� durch die Aufnahme von zuf�alligen E�ekten ber�ucksichtigen und gleich-

zeitig einen zeitlichen Einu� durch die Betrachtung von zeitvariierenden

KoeÆzienten erm�oglichen.

In den Simulationsstudien und Anwendungsbeispielen hat sich gezeigt, da�

der Lokale Likelihoodansatz, der durch die Aufnahme von zuf�alligen E�ekten

erweitert wurde, von allen vorgestellten Modellans�atzen am besten geeignet

ist.

Bei diesem Ansatz werden durch eine Kernfunktion die einzelnen Beobach-

tungen in Abh�angigkeit des betrachteten Beobachtungszeitpunktes unter-

schiedlich gewichtet, so da� durch die Wahl des Gl�attungsparameters der

Kernfunktion ein sehr exibler Gl�attungsansatz m�oglich ist. Der optima-

le Gl�attungsparameter kann durch Kreuzvalidierung, die jedoch mit gro�em

Rechenaufwand verbunden ist, bestimmt werden.

Selbstverst�andlich m�ussen die Varianzen der Parametersch�atzungen f�ur deren

Interpretation immer ber�ucksichtigt werden. Jedoch k�onnen durch die Be-
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trachtung der punktweisen Kon�denzintervalle alle Parametersch�atzungen,

die in Abh�angigkeit des Gl�attungsparameters erzielt wurden, inhaltlich in-

terpretiert werden, so da� auch Parametersch�atzungen interpretiert werden

k�onnen, die nicht mit dem optimalen Gl�attungsparameter bestimmt wur-

den. Damit ist es durch den Lokalen Likelihoodansatz m�oglich, einerseits

durch eine geringe Gl�attung die einzelnen betrachteten Zeitpunkte separat

zu analysieren und andererseits durch eine starke Gl�attung einen globalen

Trend�uberblick �uber den gesamten Zeitraum zu erhalten.

Beispiele f�ur die Auswirkungen unterschiedlicher Gl�attungsparameter wur-

den im Emesis Datensatz in Abschnitt 5.1.1 gezeigt.

Beim Lokalen Likelihoodansatz mit zuf�alligen E�ekten wurde im Abschnitt

3.1.2 zwei Verfahren, der EM-Algorithmus mit Gau�-Hermite Integrations-

technik und der EM-Type Algorithmus, f�ur die Bestimmung der Parame-

tersch�atzwerte angegeben. Der EM-Algorithmus mit Gau�-Hermite Inte-

grationstechnik sollte trotz seines gro�en Rechenaufwands aufgrund der be-

trachteten Integrationsst�utzstellen, bevorzugt angewendet werden, da bei

diesem Verfahren auch bei einer deutlichen Auspr�agung der Varianz der

gruppen- bzw. individuenspezi�schen Ein�usse die Parametersch�atzungen

durchgef�uhrt werden k�onnen. Im Simulationsbeispiel 4.1.3 wurde gezeigt,

da� der EM-Type Algorithmus in diesem Fall nicht geeignet ist, da die

Sch�atzungen der zuf�alligen E�ekte unzureichend sind.

F�ur den EM-Algorithmus mit Gau�-Hermite Integrationstechnik, konnte im

Simulationsbeispiel 4.1.2 als auch in den Anwendungsbeispielen in Kapi-

tel 5 gezeigt werden, da� dieses Verfahren gut geeignet ist, die Parame-

tersch�atzungen selbst und die Bestimmung ihrer Varianzen durchzuf�uhren.

F�ur den in Abschnitt 2.1.3 vorgestellten Modellansatz der Nicht Parame-

trischen Maximum Likelihood konnte keine zufriedenstellende Erweiterung
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durch die Ber�ucksichtigung von zeitvariierenden KoeÆzienten entwickelt wer-

den.

Ein weiterer sehr einfacher Ansatz f�ur die Ber�ucksichtigung von zeitvariieren-

den KoeÆzienten und zuf�alligen E�ekten ist der Marginale Likelihoodansatz.

Bei diesem Ansatz kann durch den modellbedingten Aufbau der Designma-

trix nur einen geringe Anzahl von betrachteten Zeitpunkten ber�ucksichtigt

werden, da sonst in der Regel numerische Probleme bei der Bestimmung der

Parametersch�atzungen entstehen. Deshalb kann dieser Modellansatz in der

Praxis nur sehr beschr�ankt eingesetzt werden.

Der Vorteil des exiblen Lokalen Likelihoodansatzes gegen�uber der parame-

trischen und semi-parametrischen Ans�atze wurde in den Anwendungsbei-

spielen f�ur die Dauer der Arbeitslosigkeit in Abschnitt 5.2.1 und der Ma-

genkrebsstudie in Abschnitt 5.2.2 dargestellt werden. Wird keine dem Mo-

dell entsprechende parametriche Form gew�ahlt, so k�onnen sehr leicht falsche

R�uckschl�usse getro�en werden.

Zus�atzlich wurde in Abschnitt 5.1.2 am Beispiel der epileptischen Anf�alle

deutlich, da� die Bestimmung der Varianzen der Parametersch�atzungen mit

der Delta-Methode bei der Polynomialen Regression aus numerischen Gr�unden

nicht immer m�oglich ist.
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